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RESUMO

A crescente demanda por celeridade e eficiéncia no Poder Judiciario tem impulsionado a adogao
de solugdes baseadas em Inteligéncia Artificial. Neste contexto, esta dissertacdo propde uma
metodologia fundamentada em Processamento de Linguagem Natural (PLN) e aprendizado nao
supervisionado para o agrupamento de acordaos judiciais, com foco na triagem de pedidos de
recurso submetidos ao gabinete da presidéncia de tribunais. Parte-se da hipdtese de que a orga-
nizagdo automatizada de decisdes judiciais por similaridade semantica pode contribuir para a
identificacdo de temas repetitivos ou ja pacificados, evitando o encaminhamento de recursos
desnecessarios as instancias superiores. A metodologia abrangeu as etapas de pré-processa-
mento textual, vetorizacdo com modelos da familia SBERT com destaque para o modelo juri-
dico stjiris/bert-large-portuguese-cased-legal-mim-sts-v1.0, aplica¢do do algoritmo K-Means
para clusterizagdo, reducdo de dimensionalidade com t-SNE e avaliacdo da qualidade dos agru-
pamentos por meio das métricas internas Silhouette Score, Davies-Bouldin Index e Calinski-
Harabasz Index. A analise qualitativa foi conduzida por meio de técnicas de modelagem de
topicos com Latent Dirichlet Allocation (LDA), visualizagdes interativas com a ferramenta PyL-
DAvis e geracao de nuvens de palavras, permitindo uma interpretacao aprofundada dos agrupa-
mentos. Como resultado, observou-se a formagdo de grupos tematicamente consistentes, com
destaque para categorias como Direito Fiscal, Sucessorio, Administrativo e Responsabilidade
Civil. Os achados demonstram que a abordagem proposta ¢ eficaz na organizacdo de acordaos
por similaridade semantica, apresentando potencial pratico para apoiar a triagem e a organiza-
¢do de processos judiciais especialmente em contextos com grande volume documental e au-
séncia de rotulagem prévia.

Palavras-chaves: Processamento de Linguagem Natural; Agrupamento de Textos; SBERT;
Acoérdaos Judiciais; Inteligéncia Artificial.



ABSTRACT

The growing demand for speed and efficiency in the Judiciary has driven the adoption of solu-
tions based on Artificial Intelligence. In this context, this dissertation proposes a methodology
grounded in Natural Language Processing (NLP) and unsupervised learning for clustering ju-
dicial decisions, with a focus on screening appeals submitted to the office of court presidencies.
The underlying hypothesis is that automated organization of judicial decisions based on seman-
tic similarity can contribute to identifying repetitive or settled themes, thereby avoiding the
submission of unnecessary appeals to higher courts. The proposed methodology comprises sev-
eral stages, including text preprocessing, vectorization using SBERT family models with em-
phasis on the legal-domain model stjiris/bert-large-portuguese-cased-legal-mim-sts-v1.0 clus-
tering with the K-Means algorithm, dimensionality reduction via t-SNE, and evaluation of clus-
tering quality through internal metrics such as Silhouette Score, Davies-Bouldin Index, and
Calinski-Harabasz Index. Qualitative analysis was conducted using topic modeling with Latent
Dirichlet Allocation (LDA), interactive visualizations with PyLDAvis, and word cloud gener-
ation, allowing a deeper interpretation of the resulting clusters. The results showed the for-
mation of thematically consistent groups, with emphasis on categories such as Tax Law, Pro-
bate Law, Administrative Law, and Civil Liability. These findings demonstrate that the pro-
posed approach is effective in organizing judicial decisions by semantic similarity, offering
practical potential to support the screening and organization of judicial processes especially in
contexts involving large document volumes and lack of labeled data.

Keywords: Natural Language Processing; Text Clustering; SBERT; Judicial Decisions;

Artificial Intelligence.



LISTA DE ILUSTRACAO

Figura 1 - Fluxo de desenvolVImento ..........c.cocuieciieriiiiiienie ettt 344
Figura 2 - Fluxo da coleta dos dados...........cecviieiiiieiiiieeiieceeceeee et 355
Figura 3 - Andlise do ntimero ideal de clusters por meio do Método do Cotovelo e Silhouette
SCOTE ..ttt ettt ettt e st e e et e e s a bt e e bt e s bt e st esbeeeebaeeeas 477
Figura 4 - Visualizacdo dos Clusters com t-SNE e K-Means. Modelo utilizado: stjiris/bert-
large-portuguese-cased-legal-mIm-sts-v1.0 .......cccoeeviiieiiiieiiieeee e 48
Figura 5 - Valores de Silhouette Score obtidos para cada modelo de embeddings................. 500

Figura 6 - Valores de Davies-Bouldin Index obtidos para cada modelo de embeddings....... 511
Figura 7 - Valores de Calinski-Harabasz Index obtidos para cada modelo de embeddings. .522
Figura 8 - Nuvem de palavras representativa do Cluster 0..........cccccoeveeviiiiiieniiienienieeeeee, 533
Figura 9 - Topicos extraidos pelo modelo LDA para os clusters analisados. ........................ 533
Figura 10 — Visualizacdo interativa de topicos com PyLDAvis (Cluster 0)........ccccceeveernennen. 54



LISTA DE TABELAS

Tabela 1- . Especificagdes de Modelos de Linguagem.............ccceevveeiieniensiienieeieenie e 38

Tabela 2- Desempenho dos Modelos de Embeddings segundo Métricas de Validagao de Clus-
EETIZAGAD . ...eeeuvveeeteeeettee et e e ettt e ettt e eetteeeaeeeeaeeeeaseeeeatseeaasseeassaeeasseeesseeansseeensseeantaeeansaeeenseeennseeas 49



CNJ

BNP
NUGEP
CPC

PLN
BERT
SBERT
IA

LDA
t-SNE
NLU
NLG
SVM
DBSCAN
HDBSCAN

BoW
TF-IDF
Word2Vec
K-Means
PCA
WCSS
GloVe
e-Proc
PDF
EPUB
XPS
NLTK
AM

DBI

CHI

LISTA DE ABREVIATURAS E SIGLAS

Conselho Nacional de Justica

Banco Nacional de Precedentes

Nucleos de Gerenciamento de Precedentes

Codigo de Processo Civil

Processamento de Linguagem Natural

Bidirectional Encoder Representations from Transformers
Sentence-BERT

Inteligéncia Artificial

Latent Dirichlet Allocation

Technique Distributed Stochastic Neighbor Embedding
Natural Language Understanding

Natural Language Generation

Maquinas de Vetor de Suporte

Density-Based Spatial Clustering of Applications with Noise
Hierarchical Density-Based Spatial Clustering of Applications with
Noise

Bag-of-Words

Term Frequency-Inverse Document Frequency

Técnica que transforma palavras em vetores

Algoritmo de Agrupamento Nao Supervisionado

Anadlise de Componentes Principais

Within-Cluster Sum of Squares

Global Vectors for Word Representation

Processo Eletronico

Portable Document Format (Formato Portatil de Documento)
Electronic Publication (Publicacao Eletronica)

XML Paper Specification (Especificagdo de Documento XML)
Natural Language Toolkit

Aprendizado de Méaquina

Davies-Bouldin Index

Calinski-Harabasz Index



LISTA DE SIMBOLOS

Cosseno do angulo 6 entre os vetores A ¢ B
Angulo entre os vetores A e B
Produto escalar entre os vetores A e B

Numero de clusters utilizados no algoritmo de agrupamento



SUMARIO

1 INTRODUGCAOQ ..ouueeeeerrereneneneeesesesesessssssssesesessssssssssssesssssssssesess 15
1.1 PROBLEMA DE PESQUISA ...cccuvueinrencasesessseesssssscssssesssssssssssssssssssssasens 16
1.2 JUSTIFICATIV A cauueieereeeeenesensesesesssssssssssssssssssssssssssssssssssssssssssssssssssseas 16
1.3 OBJIETIVOS cuuereeecrencrennesesssesessssessssessssessssssessssssssssesssssssssssessssssessssesssns 17
1.3.1 OBJETIVO GERAL ..auuueeeeereeeneneseseescssssssssssesssssssssssssasssssssssssssssssssnes 17
1.3.2 OBJETIVOS ESPECIFICOS ...uouereeeenerereesenesssssssssessssssssssesssssssssssnes 18
1.4 ESTRUTURA DA DISSERTACAQ ...uuoeerererenirerereenenenesesesesesesessssseseses 18
2 FUNDAMENTACAQ TEORICA ...ouoeeeererereeeeeeeecencnsasasassssns 20
2.1 ACORDAQ ...ueeeeeeeeeeeeeeeesesesesesssessssssssssssssssassssssssssssssssssssssssssssasasasssasssss 20
2.2 PROCESSAMENTO DE LINGUAGEM NATURAL ...uuuvueeeercrsecnennns 21
2.2.1 ETAPAS FUNDAMENTAIS DO PLN ..uuuiueeinerrecsseeesessescsssssssssessssses 22
2.3 APRENDIZAGEM DE MAQUINA (MACHINE LEARNING)............. 23
2.3.1 APRENDIZAGEM SUPERVISIONADA .....ccurueeirrecneneesessnecsssssssssaes 23
2.3.2 APRENDIZAGEM NAO SUPERVISIONADA ....uueeurmeenereeecnsreeensanes 24
2.4 REPRESENTACAQO VETORIAL DE TEXTO..ucoueeenneenenseecnsasecasanes 25
2.5 K-MEANS: ALGORITMO DE AGRUPAMENTO NAO
SUPERVISIONADO . .....cueeeeeereeeeeenessssesesessssssssssssssssssssssssssssssssssssssssssassesssssan 26
2.6 REDUCAO DE DIMENSIONALIDADE: PCA, T-SNE ...ccvueeeueerennunes 27
2.7 EXTRACAO DE TOPICOS COM LDA ....uuuerererereecrerensneeesesssssssesesens 29
2.8 VISUALIZACAO DE CONTEUDO TEXTUAL .uucueeerereecrenecncssecssanes 31
2.9 INDICES DE VALIDACAO DE AGRUPAMENTOS.....ccoovueerereerenenes 32
3 METODOLOGIA.......eereeeceeeennecneeneccseeseecsssssecessssecsssssssssssessses 33
3.1 COLETA DOS DADOS ...uueeeeirersencssesessasescsssssssssesssssssssasssssssssssssssssssns 34
3.2 PRE-PROCESSAMENTO TEXTUAL..couuouiueererreereneesesseessssesessessssses 35
3.3 VETORIZACAO SEMANTICA COM O MODELO SBERT............ 36
3.3.1 COMPARACAO ENTRE MODELOS DE VETORIZACAO
SEMANTICA ccuereeececasneescsssessssssssssssssssssssssssssssssssssssssssssssssssssssssssssssssssssssnns 37
3.4 APLICACAO DO ALGORITMO DE AGRUPAMENTO NAO
SUPERVISIONADOS (K-MEANS)..c.covuerreernsssrsssssesssssssssssssssssssssssssssssssssses 38
3.5 REDUCAO DE DIMENSIONALIDADE COM T-SNE ....cuoueeveueeennecs 39
3.6 VISUALIZACAO DOS AGRUPAMENTOS ...uuuerreeerereeessnscssssessssees 41
3.7 GERACAO DE NUVENS DE PALAVRAS (WORDCLOUDS)........... 41
3.8 MODELAGEM DE TOPICOS COM LATENT DIRICHLET
ALLOCATION (LDA) ucauureeeneerersverssssssssesssssssssssssssssssssssssssssssssssssassssssssssse 42
3.9 AVALIACAO DA QUALIDADE DOS AGRUPAMENTOS................ 43
4 RESULTADOS E ANALISE ...uoueeeeeeeeeeeenenenensssssssssssasssasasasssacns 45
4.1 CARACTERISTICAS DO CONJUNTO DE DADOS ..cevureeenrreeenrancs 45
4.2 RESULTADOS DA VETORIZACAO SEMANTICA ...ucvueeenrreeennncs 46
4.3 DEFINICAO DO NUMERO DE CLUSTERS .....cuuvueerirreererecsessecsenns 46

4.4 VISUALIZACAO DOS CLUSTERS .....ceeeeueerreeersenseessssessssssessssssessesens 47



4.5 COMPARACAO ENTRE MODELOS DE EMBEDDINGS................ 49
4.6 ANALISE DOS RESULTADOS COM WORDCLOUDS E
MODELAGEM DE TOPICOS (LDA) ..cocuevvuecsuensuensenssnessaecssesssesssasssasssaessas 52

5 CONCLUSAOQ ..o oeeeeeeeeeeessessessessessessesssssessesssssssnssssssssssessessssasnes 56
REFERENCTIAS a.eveeeeeeeeeeeeseesessesessesessesessesessessssessasensesensesessesssssssasens 58



15

1 INTRODUCAO

A padronizagao das informagdes juridicas e a uniformizagao da jurisprudéncia configu-
ram desafios centrais para o aprimoramento do sistema judiciario brasileiro. Diante disso, o
Conselho Nacional de Justica (CNJ) estabeleceu diretrizes e regulamentagdes voltadas a con-
solidagdo de precedentes, com o objetivo de promover maior coeréncia, previsibilidade e efici-
éncia na tramitagao dos processos. Entre essas iniciativas, destacam-se a Portaria n® 116/2022,
que define os requisitos para a padronizacao das informagdes a serem fornecidas pelos tribunais
e pela Turma Nacional de Uniformizagao dos Juizados Especiais Federais, visando a alimenta-
¢ao do Banco Nacional de Precedentes (BNP); a Resolugdo n® 235/2016, que institui os Nucleos
de Gerenciamento de Precedentes (NUGEP); e a Resolucao n°® 444/2022, que formaliza o BNP
como repositorio digital acessivel ao publico e aos 6rgdos do Judiciario. Tais medidas buscam
assegurar maior seguranga juridica e reduzir o tempo de tramitacdo dos processos, favorecendo
decisdes mais eficientes e alinhadas aos entendimentos ja consolidados (BRASIL, 2016; 2022a;
2022b).

Nesse contexto, o Tribunal de Justica do Tocantins enfrenta o desafio de realizar manu-
almente a triagem e andlise de acordaos nos processos que apresentam pedidos de recurso antes
de seu encaminhamento as instancias superiores. Conforme dispde o artigo 204 do Codigo de
Processo Civil (CPC), acordao ¢ a decisao colegiada proferida pelos tribunais, possuindo cara-
ter vinculante em determinados casos. A andlise desses documentos exige a verificacao da exis-
téncia de temas juridicos ou simulas previamente estabelecidas sobre a matéria em discussao.
No entanto, devido ao elevado volume de processos e a complexidade inerente aos textos juri-
dicos, essa atividade demanda tempo significativo e estd sujeita a inconsisténcias interpretati-
vas.

Novas abordagens tém sido exploradas com o intuito de otimizar tarefas de categoriza-
¢do e recuperagao da informagao no ambito juridico, especialmente por meio do uso de técnicas
de Processamento de Linguagem Natural (PLN) e Aprendizado de Maquina. Dentre essas téc-
nicas, destacam-se os métodos baseados em modelos de linguagem profunda, como o BERT
(Bidirectional Encoder Representations from Transformers) e sua variacdo SBERT (Sentence-
BERT), que tém se mostrado eficazes na andlise semantica de textos. Tais modelos possibilitam
tanto o agrupamento de documentos por similaridade quanto a modelagem de topicos, contri-
buindo significativamente para a organizagao e interpretacdo de grandes volumes de dados ju-

ridicos (Chalkidis et al., 2020).
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Diante desse cenario, este trabalho propde o desenvolvimento de uma ferramenta para
0 agrupamento automatico de acérdaos com base em sua similaridade semantica, além da mo-
delagem de topicos e geracao de nuvem de palavras. A abordagem empregada utiliza técnicas
de Processamento de Linguagem Natural (PLN) e Aprendizado de Méquina, visando aprimorar
a analise preliminar dos pedidos de recurso. Para a constru¢do do corpus de dados, foram con-
siderados os acordaos proferidos no Tribunal de Justica do Tocantins, extraidos da base do e-

Proc 2° grau, no periodo de 1° de abril de 2024 a 13 de novembro de 2024.

1.1 Problema de pesquisa

O gabinete da presidéncia dos tribunais é responsavel por analisar os pedidos de recurso,
verificando a existéncia de precedentes jurisprudenciais que justifiquem ou inviabilizem o seu
encaminhamento as instancias superiores. Atualmente, essa analise ¢ realizada de forma ma-
nual, o que torna o processo moroso, sujeito a falhas humanas e ineficiente diante do crescente
volume de processos. A auséncia de mecanismos automatizados pode levar ao envio indevido
de recursos que ja possuem tema ou simula definida, contribuindo para a sobrecarga do sistema
judiciario.

Considerando o exposto, esta pesquisa busca responder a seguinte questdo: o uso de
técnicas de Inteligéncia Artificial pode contribuir para a eficiéncia da triagem de recursos judi-

ciais, evitando o envio de casos cuja matéria ja esteja pacificada por precedentes ou sumulas?

1.2 Justificativa

A crescente digitalizacdo dos processos judiciais e o avanco das técnicas de Inteligéncia
Artificial (IA) abrem novas possibilidades para a otimizacao do trabalho juridico. A aplica¢ao
de técnicas de PLN para a classificagao e agrupamento de acérddos pode proporcionar um ga-
nho significativo na eficiéncia do trabalho do gabinete da presidéncia, reduzindo o tempo de
analise e melhorando a qualidade da triagem dos pedidos de recurso.

O crescimento exponencial do volume de processos judiciais e a complexidade dos tex-
tos juridicos tém exigido solugdes tecnoldgicas que contribuam para a celeridade e eficiéncia
no tramite processual. No contexto dos tribunais superiores, especialmente nos gabinetes da
presidéncia, ¢ comum a andlise de acorddaos com pedidos de recurso, com a finalidade de iden-
tificar a existéncia de temas ja pacificados ou sumulas previamente estabelecidas. Este pro-

cesso, quando realizado de forma manual, ¢ moroso e sujeito a inconsisténcias. O agrupamento
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automatizado de acordaos por similaridade apresenta-se como uma alternativa viavel para aper-
feicoar esse fluxo de trabalho, possibilitando a organizacdo e o direcionamento mais eficiente
dos processos. Diferentemente da classificagdo supervisionada, que exige dados previamente
rotulados, o agrupamento permite a identificagdo de padrdes e temas recorrentes por meio de
algoritmos ndo supervisionados, o que se alinha melhor a realidade da maioria dos tribunais,
aonde o dado ndo vém previamente categorizados.

Além disso, a adogao de modelos baseados em redes neurais profundas, como o BERT
e o SBERT, tem possibilitado uma compreensao mais sofisticada do conteudo semantico dos
textos. Esses modelos foram projetados para capturar relagdes contextuais complexas e gerar
representacdes vetoriais que preservam com precisdo a similaridade semantica entre sentencas
(DEVLIN et al., 2019; REIMERS; GUREVYCH, 2019), favorecendo a formacao de agrupa-
mentos mais coesos € semanticamente relevantes. A incorporacdo dessas tecnologias ao con-
texto da Justiga constitui um avanco significativo rumo a transformagao digital do sistema ju-
diciario, contribuindo para o aumento da eficiéncia e para a elevagdo da qualidade na prestagao

jurisdicional.

1.3 Objetivos

Diante do problema identificado e da relevancia da aplicacao de técnicas de Inteligéncia
Artificial no apoio a andlise de recursos judiciais, foram definidos os seguintes objetivos, os
quais norteiam a condug¢do deste trabalho. O objetivo geral define a finalidade central da pes-
quisa, enquanto os objetivos especificos detalham as etapas que viabilizam o alcance desse

proposito.

1.3.1 Objetivo Geral

Desenvolver um modelo computacional utilizando técnicas de Processamento de Lin-
guagem Natural (PLN) e aprendizado de maquina com o propdsito de agrupar acordaos judici-
ais por similaridade textual, a fim de otimizar a triagem e andlise dos pedidos de recurso no

ambito do gabinete da presidéncia de tribunais.
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1.3.2 Objetivos Especificos

1. Realizar a extra¢dao e normaliza¢ao das informacoes textuais contidas nos acordaos,
por meio de técnicas de Processamento de Linguagem Natural (PLN), a fim de apri-
morar a representacdo textual e, consequentemente, o desempenho dos algoritmos
de Aprendizado de Maquina.

2. Identificar e organizar decisdes judiciais com contetdo semanticamente semelhante
por meio da aplicagdo de algoritmos de agrupamento (clustering), baseados em
aprendizado ndo supervisionado.

3. Avaliar a qualidade dos agrupamentos por meio de métricas de validagao

4. Aplicar métodos de modelagem de topicos, com destaque para o modelo Latent Di-
richlet Allocation (LDA), com o propdsito de evidenciar os principais temas recor-

rentes nos grupos de acérdaos previamente formados.

1.4 Estrutura Da Dissertacio

A presente dissertacao estd organizada em cinco capitulos, estruturados de forma a pro-

porcionar uma exposi¢ao logica e progressiva do desenvolvimento da pesquisa.

O Capitulo 1 - Introducdo apresenta a contextualizagdo do problema de pesquisa, os
objetivos gerais e especificos, a justificativa e a relevancia do estudo para o contexto juridico,

especialmente no ambito do Tribunal de Justica do Tocantins.

O Capitulo 2 - Fundamentagdo Teorica aborda os conceitos essenciais relacionados ao
Processamento de Linguagem Natural (PLN), Aprendizado de Maquina, vetorizagdo de textos,
técnicas de clusterizagdo, redu¢do de dimensionalidade, modelagem de topicos com LDA, bem
como o uso de nuvens de palavras na analise textual de documentos juridicos. Este capitulo

estabelece o embasamento tedrico necessario a compreensao dos métodos aplicados.

O Capitulo 3 - Metodologia descreve detalhadamente o percurso metodologico adotado,
incluindo a coleta e pré-processamento dos dados, a aplicacdo do modelo SBERT para vetori-
zagdo semantica, aplica¢do do algoritmo K-Means para clusterizagdo, a reducdo de dimensio-

nalidade com t-SNE, a geracao das nuvens de palavras, e a modelagem de topicos com LDA.

O Capitulo 4 - Resultados e Analise apresenta os resultados obtidos a partir das técnicas

aplicadas. Sdo descritos o comportamento do conjunto de dados, as métricas de avaliagdo da
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clusterizagdo, a comparagao entre diferentes modelos de embeddings, a visualizacao grafica dos

agrupamentos, € a interpretacdo qualitativa dos topicos extraidos.

Por fim, o Capitulo 5 - Conclusdo discute as principais contribuigdes do trabalho, as
limitagdes encontradas, as respostas a questao de pesquisa e as possibilidades de trabalhos fu-

turos que podem aprofundar ou ampliar as abordagens aqui desenvolvidas.
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2 FUNDAMENTACAO TEORICA

Este capitulo apresenta os fundamentos tedricos que sustentam o desenvolvimento da
presente pesquisa, estruturando os conceitos essenciais relacionados as técnicas de Processa-
mento de Linguagem Natural (PLN), aprendizado de maquina nio supervisionado ¢ suas apli-
cacdes no contexto juridico. O objetivo € fornecer um embasamento sélido que justifique as
escolhas metodoldgicas adotadas, bem como contextualizar os principais modelos, algoritmos
e métricas utilizados ao longo do trabalho.

Inicialmente, sdo abordados os principios do PLN, com destaque para as etapas de pré-
processamento textual e as estratégias de representacdo vetorial de textos, fundamentais para a
transformagdo de linguagem natural em dados computacionalmente manipuléveis. Em seguida,
explora-se o funcionamento de modelos avancados baseados em redes neurais profundas, com
énfase no BERT e suas variantes, como o SBERT, cuja arquitetura siamesa tem se destacado
em tarefas de similaridade semantica.

Além disso, sdo discutidos os principais métodos de reducao de dimensionalidade, como
o t-SNE, e técnicas de agrupamento de dados, com énfase no algoritmo K-Means, amplamente
utilizado para clusterizagdo de textos. Por fim, sdo apresentados os critérios de avaliacao de
qualidade de agrupamentos Silhouette Score, Indice de Davies-Bouldin e Indice de Calinski-
Harabasz, bem como a modelagem de topicos com LDA e o uso de nuvens de palavras como
recursos complementares de andlise qualitativa.

A fundamentagdo tedrica aqui desenvolvida visa sustentar, do ponto de vista técnico e
cientifico, a proposta metodologica adotada, demonstrando sua pertinéncia diante do problema

de pesquisa e dos objetivos estabelecidos neste estudo.

2.1 Acordao

No contexto do processo civil brasileiro, o0 acérdao ¢ uma das formas de pronunciamento
judicial, ao lado da sentenca e da decis@o interlocutoria. Apesar de ser proferido por 6rgao
colegiado (normalmente por um conjunto de desembargadores ou ministros), a legislacdo o
inclui, sistematicamente, entre os pronunciamentos atribuidos genericamente ao juiz (BRASIL,
2015, art. 203, § 1°).

O acdrdao constitui a decisdo proferida no ambito dos tribunais, sendo o resultado do
julgamento de recursos ou de processos de competéncia origindria desses o6rgaos (BRASIL,

2015, art. 204 e art. 932). A sua elaboragdo compete ao relator do processo, a quem incumbe
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dirigir e ordenar o andamento processual no tribunal, podendo inclusive homologar a autocom-
posicao das partes, nos casos em que isso for cabivel (BRASIL, 2015, art. 932, I).

Do ponto de vista de sua estrutura, o acéorddo deve conter uma ementa, a qual seréd pu-
blicada no 6rgdo oficial no prazo de dez dias apds a lavratura, conforme previsto pelo Codigo
de Processo Civil (BRASIL, 2015, art. 941, § 1°). Além disso, o conteudo do acérddo deve
abranger de forma expressa a andlise dos fundamentos relevantes da tese juridica discutida,
garantindo a publicidade e a coeréncia da decisdo judicial (BRASIL, 2015, art. 489, § 1°, ¢ art.
926).

Em determinadas hipdteses, como nas decisdes proferidas sob o regime de assuncdo de
competéncia ou incidente de resolug¢do de demandas repetitivas (IRDR), o acordao podera vin-
cular todos os juizes e 6rgdos fracionarios do tribunal, assegurando a uniformidade da jurispru-
déncia, salvo nos casos em que houver posterior revisdo de tese (BRASIL, 2015, arts. 947 e

985).

2.2 Processamento de Linguagem Natural

O Processamento de Linguagem Natural (PLN) constitui um dos campos mais dindmi-
cos e interdisciplinares da Inteligéncia Artificial (IA), envolvendo conhecimentos de ciéncia da
computacao, linguistica e estatistica para possibilitar a comunicagdo entre humanos e maquinas
de forma mais natural e eficiente.

Segundo Alcarde (2021), o PLN visa desenvolver modelos e algoritmos capazes de in-
terpretar, compreender e gerar linguagem humana, aproximando as capacidades de processa-
mento computacional das habilidades comunicativas humanas. Essa 4rea tem sido responsavel
por avancos notaveis, como a traducdo automatica, andlise de sentimentos, assistentes virtuais
e sistemas de atendimento automatizado.

De acordo com os autores de Processamento de Linguagem Natural: Conceitos, Técni-
cas e Aplicagdes em Portugués (CASELI; NUNES, 2024), o termo “natural” refere-se as lin-
guas humanas, e o PLN pode ser dividido em duas grandes subdreas: Natural Language Un-
derstanding (NLU), voltada a interpretacdo da linguagem, e Natural Language Generation
(NLG), voltada a geracao textual.

Ainda que tenha possibilitado solucdes inovadoras em diferentes setores, o PLN en-
frenta desafios como a ambiguidade semantica e a interpretagdo contextual da linguagem. A
constante evolugdo tecnoldgica e o aprimoramento dos modelos de linguagem tém contribuido

para a superacao de tais desafios, consolidando o PLN como ferramenta essencial na mediagao



22

homem-maquina. Dando continuidade a contextualizagdo tedrica, € possivel identificar um con-
junto estruturado de etapas e técnicas fundamentais que viabilizam a conversao de dados tex-
tuais brutos em representagdes compreensiveis pelas maquinas. Conforme Alcarde (2021), es-
sas etapas sao interdependentes e visam aprimorar a qualidade e a profundidade da analise au-

tomatizada da linguagem.

2.2.1 Etapas Fundamentais do PLN

O processo de PLN pode ser dividido em etapas sequenciais, conforme descrito a seguir:

Coleta de Dados: Consiste na obtencao de dados textuais ou de fala que servirdo como
base para o treinamento e avaliagao dos modelos de PLN. Esses dados podem ser provenientes
de documentos juridicos, redes sociais, transcrigdes ou bancos de dados institucionais.

Pré-processamento Textual: Etapa essencial para padronizagdo e limpeza dos textos,
envolvendo:

Conversao para letras minusculas;

Remocgao de pontuagdes, nimeros e simbolos irrelevantes;

Eliminagao de palavras irrelevantes (stopwords);

Lematizagdo ou stemming para reducao das palavras as suas formas base.

Segundo (CAMACHO, 2020), um bom pré-processamento ¢ determinante para o de-
sempenho dos algoritmos subsequentes.

Tokenizagdo: Processo que divide o texto em unidades menores (fokens), como pala-
vras, frases ou simbolos, que sdo analisadas individualmente pelos modelos de linguagem.

Analise Morfologica e Sintatica: Visa identificar as classes gramaticais das palavras e
suas fungdes dentro da estrutura frasal, possibilitando uma representagdo mais estruturada da
linguagem.

Analise Semantica e Pragmatica: Busca interpretar o significado das palavras no con-
texto e identificar a inten¢do comunicativa, elemento essencial em tarefas como resposta auto-
matica e compreensao de comandos.

Geragdo de Resposta: Fase em que a maquina, com base no contetido processado, gera
uma resposta textual, realiza uma acao ou toma uma decisao, como ocorre em sistemas de re-

comendacgao ou assistentes virtuais.
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2.3 Aprendizagem de Maquina (Machine Learning)

Com o crescente volume de dados, técnicas de Aprendizado de t€ém sido amplamente
utilizadas para realizar tarefas simples e complexas, mas trabalhosas devido ao grande volume
de dados.

Aprendizado de Maquina refere-se a um processo em que as maquinas aprendem de
forma autonoma, sem programagao explicita. Aprendem com a entrada de informagdes que
oferecemos, com base nessa entrada, identificarao tendéncias e padroes e tomardo decisdes com
base em suas observacdes exclusivas sobre eventos dentro do conjunto informado, e podem
aprender com seus erros e fazer previsdoes (HERRON,2020). Podemos definir um modelo com
alguns parametros, treinar esse modelo com os dados, para que ele possa ser otimizado. Esse
modelo pode ser preditivo para fazer previsoes, ou descritivo para obter conhecimento dos da-
dos, ou ambos. (ALPAYDIN, 2010).

Os algoritmos de machine learning disponiveis, normalmente podem ser divididos em qua-

tro categorias principais:

a) aprendizagem supervisionada: dado um conjunto de categorias pré-definidas, compre-
ender a relagdo entre as entradas e saidas fornecidas, para classificar, ou rotular, uma
determinada instancia; (THEOBALD,2020)

b) aprendizagem nao supervisionada: analise das relagdes entre as variaveis de entrada e
na descoberta de padrdes ocultos que podem ser extraidos para criar novos rotulos sobre
possiveis saidas; (THEOBALD,2020)

¢) aprendizagem por refor¢o: constroi seu modelo de predicao, obtendo feedback de ten-
tativa e erro aleatdrio e aproveitando o insight de iteragdes anteriores. O objetivo do
aprendizado por reforgo € atingir um objetivo especifico (resultado) testando aleatoria-
mente um vasto numero de combinagdes possiveis de entrada e avaliando seu desempe-
nho; (THEOBALD,2020)

d) aprendizagem semi-supervisionada: uma mistura de supervisionada com nao supervisi-

onada; (THEOBALD,2020)

2.3.1 Aprendizagem Supervisionada

O aprendizado supervisionado ¢ uma das principais categorias de aprendizado de ma-

quina e baseia-se na analise de dados rotulados para identificar padrdes entre varidveis de
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entrada e saida. Esse processo permite que um modelo aprenda a prever resultados a partir de
novos dados, com base em exemplos anteriores.

Segundo THEOBALD (2020), esse tipo de aprendizado imita a capacidade humana de
aprender por meio de observagao e repeticao de padroes conhecidos. A constru¢ao de um mo-
delo supervisionado exige um conjunto de dados em que cada instdncia contenha variaveis in-
dependentes (entrada — X) e uma varidvel dependente (saida — y), permitindo que o algoritmo
relacione os dois conjuntos de maneira estatistica.

Exemplos comuns de variaveis de saida incluem a previsao do valor de mercado de um
imoével, a identificagdo de um objeto em uma imagem ou a classificagdo de um produto. Entre
os algoritmos mais utilizados no aprendizado supervisionado estdo regressao linear, regressao
logistica, arvores de decisdo, k-vizinhos mais proximos, redes neurais e maquinas de vetor de
suporte (SVM).

Para que o modelo seja construido de forma eficaz, ¢ necessario um conjunto de dados
completamente rotulado. Dados ndo rotulados ndo podem ser utilizados diretamente no treina-
mento supervisionado, pois o modelo preciso da correspondéncia explicita entre entrada e saida

para aprender a realizar predicoes.

2.3.2 Aprendizagem Nao Supervisionada

O aprendizado nao supervisionado ¢ uma vertente do aprendizado de maquina que opera
sem a necessidade de dados rotulados, buscando identificar padrdes, estruturas e agrupamentos
ocultos em grandes volumes de dados (MITCHELL, 1997). Diferentemente do aprendizado
supervisionado, ndo ha uma variavel de saida definida, e o objetivo ¢ descobrir relagdes entre
os dados de entrada com base em medidas de similaridade ou distancia.

Uma das principais aplicagdes do aprendizado ndo supervisionado € o agrupamento
(clustering), técnica que visa particionar um conjunto de dados em grupos que compartilham
caracteristicas semelhantes entre si e sdo distintos entre grupos diferentes. Esse método ¢ eficaz
em contextos sem categorias pré-definidas, como na andlise de textos juridicos ou dados nao
estruturados.

Entre os algoritmos mais utilizados para clusterizagdo estd o K-Means, que distribui os
dados em um nimero pré-determinado de clusters com base na minimizagdo da distancia entre
os pontos e os centroides de cada grupo (MACQUEEN, 1967). O algoritmo opera de forma

iterativa, ajustando os agrupamentos até atingir um critério de convergéncia.
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A eficacia do K-Means depende de fatores como a escolha do nimero de clusters e a
forma de inicializacdo dos centrdides. Apesar de sua simplicidade e eficiéncia computacional,
ele pode apresentar limitagdes em conjuntos de dados com clusters de formas irregulares ou
com ruidos. Nesses casos, outras técnicas como HDBSCAN (Hierarchical Density-Based Spa-
tial Clustering of Applications with Noise) ou DBSCAN (Density-Based Spatial Clustering of
Applications with Noise) podem ser mais apropriadas.

No contexto juridico, a aplicacdo de algoritmos de agrupamento em acordaos judiciais
permite organizar decisdes com base em similaridades semanticas, contribuindo para a identi-
ficagdo de temas recorrentes e a uniformizagdo da jurisprudéncia. Essa abordagem torna-se
ainda mais eficaz quando combinada com representacdes vetoriais geradas por modelos de lin-
guagem como BERT ou SBERT, capazes de capturar nuances semanticas complexas dos textos
juridicos. Diante desse cenario, neste trabalho propde-se a utilizacao de técnicas de aprendizado

ndo supervisionado como estratégia para a analise e agrupamento automatizado dos acordaos.

2.4 Representac¢ao Vetorial de Texto

A representacdo vetorial de textos € uma etapa essencial nas tarefas de Processamento
de Linguagem Natural (PLN), pois permite que textos em linguagem natural sejam convertidos
em formatos numéricos que podem ser manipulados por algoritmos de aprendizado de maquina.
Desde os primeiros modelos até os mais recentes baseados em redes neurais profundas, diversas
abordagens foram desenvolvidas para capturar o significado e a estrutura dos textos. A seguir,
apresentam-se algumas das principais abordagens utilizadas:

e Bag-of-Words (BoW): representa um texto por meio da frequéncia de ocorréncia
de palavras em um vocabulario fixo, ignorando a ordem ou o contexto em que
as palavras aparecem. Apesar de sua simplicidade, ¢ Util em tarefas como clas-
sificagdo e analise de sentimentos, embora sofra com alta dimensionalidade e
perda de informagdes semanticas.

o TF-IDF (Term Frequency-Inverse Document Frequency): aperfeicoa o modelo
BoW ao ponderar a frequéncia de um termo considerando sua importancia rela-
tiva em um conjunto de documentos. Palavras muito comuns recebem menor
peso, enquanto termos mais representativos ganham destaque (MANNING; RA-
GHAVAN; SCHUTZE, 2008). No entanto, o TF-IDF ainda n3o considera a se-

mantica ou o contexto das palavras.
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e Word2Vec: proposto por Mikolov et al. (2013), este modelo representa palavras
como vetores densos e continuos, treinados para preservar relagdes semanticas
com base nos contextos em que aparecem. Essa técnica trouxe avancos impor-
tantes, permitindo, por exemplo, célculos de similaridade entre palavras, mas
ainda apresenta limitagdes quanto a compreensao de significados contextuais
distintos (MIKOLOV et al., 2013).

o BERT (Bidirectional Encoder Representations from Transformers): desenvol-
vido por Devlin et al. (2018), o BERT introduz uma representagdo contextuali-
zada de palavras, considerando os dois lados do contexto por meio de atengao
bidirecional. Revolucionou o PLN ao possibilitar interpretacdes mais precisas
do significado das palavras conforme o contexto da frase. No entanto, ndo foi
originalmente projetado para calcular diretamente a similaridade entre senten-
cas, pois ndo gera embeddings fixos para elas (DEVLIN et al., 2018).

e SBERT (Sentence-BERT): proposto por REIMERS; GUREVYCH (2019), o
SBERT adapta o BERT para tarefas de similaridade textual ao utilizar uma ar-
quitetura siamese ou triplet que permite gerar embeddings vetoriais fixos para
sentencas. Essa abordagem ¢ especialmente eficaz em tarefas como: similari-
dade textual, agrupamento tematico de documentos, classificagao por tema.

O modelo SBERT apresenta avancos significativos em termos de desempenho e
eficiéncia na comparacdo semantica entre sentencas, superando as limitagdes de abordagens
anteriores que operavam apenas no nivel de palavra (REIMERS; GUREVYCH, 2019). Sua
eficiéncia decorre da capacidade de gerar representacdes vetoriais fixas e contextualizadas para
sentencgas inteiras, o que permite o uso direto de métricas como a similaridade do cosseno para
mensurar o grau de similaridade semantica entre textos. Diferentemente do BERT original, que
exige o pareamento de sentengas a cada comparagdo (o que aumenta o tempo computacional),
o SBERT permite pré-computar os embeddings de forma independente, o que reduz significa-
tivamente o custo computacional em tarefas que envolvem grandes volumes de dados ou mul-
tiplas comparacdes simultaneas. Em razao dessas caracteristicas, este serd o modelo adotado no

presente trabalho para a gerag@o de representagdes vetoriais de sentengas.

2.5 K-Means: Algoritmo de Agrupamento Nao Supervisionado

O K-Means ¢ um dos algoritmos mais utilizados para a realiza¢ao de clusterizagdo, uma

técnica de aprendizado ndo supervisionado cujo objetivo € particionar um conjunto de dados
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em k grupos ou clusters com base em caracteristicas de similaridade (ALPAYDIN, 2010). O
método baseia-se em um processo iterativo de particdo dos dados em k grupos. Inicialmente,
sao escolhidos & centros (ou centroides) de forma aleatéria ou por meio de técnicas auxiliares,
como o uso de médias dos dados ou resultados de uma analise de componentes principais. Em
seguida, cada instancia do conjunto de dados ¢ atribuida ao centro mais préximo, com base em
uma medida de distancia — geralmente a distancia Euclidiana. Apos essa etapa, os centroides
de cada grupo sao recalculados como a média dos pontos atribuidos a eles. Esse processo de
atribuicao e atualizacdo ¢ repetido até que os grupos deixem de mudar significativamente, in-
dicando a convergéncia do algoritmo. Ressalta-se que, por se tratar de uma técnica de busca
local, o resultado final pode ser sensivel a escolha inicial dos centroides (ALPAYDIN, 2010).
Uma limitagao significativa do algoritmo K-Means refere-se a necessidade de defini¢ao
prévia do numero de clusters (k), o que pode impactar substancialmente a qualidade da cluste-
rizacdo. A determinacdo do valor ideal de k£ € um desafio comum em tarefas de agrupamento e,
por isso, diversas métricas tém sido propostas, entre as quais se destacam o Método do Cotovelo
(Elbow Method), o Coeficiente de Silhueta (Silhouette Score) e o Indice de Davies-Bouldin. No
dominio da andlise textual, o K-Means tem sido amplamente utilizado em tarefas de agrupa-
mento de documentos, especialmente quando aplicado sobre representacdes vetoriais derivadas
de modelos de linguagem, tais como TF-IDF, Word2Vec ou Sentence-BERT. Essa abordagem
permite a identificagdo de agrupamentos semanticos latentes, contribuindo significativamente
para a classificagdo tematica e estruturacdo de extensos conjuntos textuais (corpora), viabili-
zando a descoberta automatizada de topicos e analises exploratorias em grandes volumes de

dados juridicos.

2.6 Reducio de Dimensionalidade: PCA, t-SNE

A reducao de dimensionalidade constitui uma etapa essencial no Processamento de Lin-
guagem Natural (PLN) e no Aprendizado de Maquina, sendo especialmente relevante em con-
textos nos quais os dados possuem elevada complexidade e redundancia. Essa necessidade de-
corre da chamada "maldi¢do da dimensionalidade", expressao que denota os problemas causa-
dos pela presenca de um numero excessivo de varidveis (ou atributos), dificultando a generali-
zacao dos modelos, elevando o custo computacional e comprometendo a acuracia dos resulta-
dos (BENGIO; COURVILLE; VINCENT, 2013; VERZELLA et al., 2021).

No caso de dados textuais, a dimensionalidade elevada ¢ particularmente comum, visto

que cada termo de um vocabulario pode ser considerado como uma dimensdo distinta. Essa
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estrutura esparsa e de alta dimensionalidade nao apenas prejudica a performance de algoritmos,

como também inviabiliza a visualizacdo e a interpretagdo direta dos dados (JINDAL; LIU,

2006).

A reducdo de dimensionalidade busca projetar os dados originais em um espago de me-

nor dimensdo, com o objetivo de preservar ao maximo suas propriedades estruturais e seman-

ticas. Tal processo pode ser realizado por métodos de selegdo de atributos, que escolhem sub-

conjuntos representativos das varidveis originais, ou por métodos de projecao, que transformam

os dados em novas variaveis latentes (JOLLIFFE; CADIMA, 2016).

Duas técnicas amplamente adotadas nesse contexto sao a Analise de Componentes Prin-

cipais (PCA) e o t-Distributed Stochastic Neighbor Embedding (t-SNE), as quais serdo descritas

a seguir:

Analise de Componentes Principais (PCA): A Analise de Componentes Princi-
pais ¢ um método estatistico de redu¢ao de dimensionalidade linear e ndo super-
visionado. Seu objetivo ¢ encontrar uma nova base ortogonal que maximize a
variancia dos dados projetados, preservando, assim, o maximo de informagao
possivel em menos dimensdes (JOLLIFFE; CADIMA, 2016). O PCA opera por
meio da decomposicdo da matriz de covariancia dos dados, selecionando os au-
tovetores associados aos maiores autovalores. A técnica minimiza o erro de re-
construgdo entre os dados originais e os dados projetados, sendo, portanto, indi-
cada para situagdes em que os dados estdo distribuidos em um subespaco linear
(HAN; KAMBER; PEI, 2011). Além disso, o PCA pode ser utilizado para faci-
litar a visualizagdo de dados em gréficos bidimensionais ou tridimensionais, e
também como etapa preparatoria para outros métodos que exigem dados nao
singulares, como ¢ o caso da Anélise Discriminante Linear (MARTINEZ; KAK,
2001). Existe ainda a versdao Kernel PCA, que estende o método ao dominio nao
linear, permitindo trabalhar com estruturas mais complexas (SCHOLKOPF;
SMOLA; MULLER, 1998).

t-Distributed Stochastic Neighbor Embedding (t-SNE): ¢ uma técnica ndo linear
de reducdo de dimensionalidade, particularmente eficaz para a visualizagao de

dados de alta dimensao em espacos bidimensionais ou tridimensionais.

Ao contrario do PCA, o t-SNE busca preservar a estrutura local dos dados, mantendo

relacdes de proximidade entre instancias similares (VAN DER MAATEN; HINTON, 2008). O

algoritmo constroi distribuigdes de probabilidade baseadas nas distancias entre pontos no es-

paco original e no espago projetado, minimizando a divergéncia de Kullback-Leibler entre essas
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distribui¢des. Essa abordagem resulta em mapas de dispersdo nos quais padrdes e agrupamentos
tornam-se mais evidentes, o que tem levado a sua ampla aplicagcdo em tarefas exploratorias e
analises visuais de agrupamentos textuais (WATTENBERG; VIEGAS; JOHNSON, 2016). Es-
tudos empiricos apontam que o t-SNE frequentemente produz visualizagdes mais interpretaveis
do que técnicas lineares, especialmente em conjunto com algoritmos de clusterizagdo, como o
K-Means, os quais podem ser utilizados para atribuir cores aos pontos com base nos grupos
identificados (LAURIOLA; LAVELLI; AIOLLI, 2022).

Em sintese, enquanto o PCA se destaca pela simplicidade e eficiéncia em cendrios line-
ares, o t-SNE oferece vantagens em tarefas exploratdrias e de visualizagdo de estruturas com-
plexas, com forte preservagao das vizinhangas locais. Ambas as técnicas sdo uteis para mitigar
os desafios impostos pela alta dimensionalidade de dados textuais, permitindo a aplicagao efi-
ciente de algoritmos de clusterizacdo e classificagdo em espagos reduzidos, sem perda signifi-
cativa de informagao relevante.

Em tarefas de Processamento de Linguagem Natural (PLN), técnicas de redugdo de di-
mensionalidade sao frequentemente aplicadas para visualizar e interpretar representagdes veto-
riais de palavras ou documentos, como embeddings gerados por modelos como Word2Vec,
GloVe (Global Vectors for Word Representation) ou BERT. O PCA pode ser utilizado para
identificar dire¢des principais de variagao semantica, enquanto o t-SNE ¢ eficaz para visualizar
agrupamentos semanticos e relagdes complexas entre palavras ou documentos. Neste trabalho,
utilizaremos o t-SNE para projetar os embeddings em duas dimensdes e apoiar a visualizagao e

a interpretagdo dos agrupamentos (com cores por cluster obtidos via K-Means).

2.7 Extracio de Topicos com LDA

A técnica de Latent Dirichlet Allocation (LDA) ¢ um dos métodos mais amplamente
utilizados para modelagem de topicos em grandes corpora textuais, sendo particularmente efi-
caz para identificar padrdes latentes e descobrir temas ocultos em documentos nao rotulados.
Essa abordagem ¢ util em contextos em que hd grande volume de dados textuais, como em
acordaos judiciais, jornais, artigos académicos ou redes sociais, facilitando a organizagdo e a
compreensdo semantica do conteudo textual (BLEIL; NG; JORDAN, 2003).

O LDA ¢ um modelo generativo probabilistico que assume que cada documento ¢ uma
mistura de diversos topicos, e que cada tdpico ¢ representado por uma distribuicao de probabi-
lidade sobre um conjunto de palavras. Assim, a geracdo de documentos ocorre por meio de um

processo em que topicos sdao escolhidos com base em distribuicdes de Dirichlet e,
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posteriormente, palavras sdo selecionadas de acordo com essas distribuicdes (STEYVERS;
GRIFFITHS, 2007).

De maneira mais formal, o LDA considera que: cada documento possui uma distribuigao
sobre topicos, extraida de uma distribuigdo Dirichlet; cada topico possui uma distribuigdo sobre
palavras, também extraida de uma Dirichlet; e, para cada palavra em um documento, seleciona-
se um topico com base na distribuicao de toépicos do documento, e uma palavra com base na
distribuicao do topico selecionado.

O objetivo do modelo ¢ inferir as distribuigdes e associagdes latentes entre palavras e
documentos. Para isso, utilizam-se algoritmos de inferéncia como Gibbs Sampling ou Variati-
onal Bayes, que estimam as varidveis ocultas a partir de observagdes (BLEI et al., 2003).

A principal utilidade do LDA est4 na redugdo da complexidade semantica dos dados,
permitindo identificar os principais topicos tratados em um conjunto de documentos; classificar
documentos com base nos temas predominantes; realizar visualizagdes tematicas para fins ex-
ploratorios; e apoiar tarefas de recuperacdo de informagdo, resumo automatico, classificacao
textual, entre outras (ALGHAMDI; ALFALQI, 2015).

No contexto juridico, como o analisado neste trabalho, o LDA tem se mostrado promis-
sor para mapear temas juridicos recorrentes, auxiliar na classificagdo tematica de acordaos, e
fomentar estudos sobre a jurisprudéncia ao longo do tempo (CARDELLINO et al., 2017).

Contudo, apesar de sua popularidade, o LDA apresenta limitagdes. Ele assume que as
palavras em um documento sdo independentes e desconsidera a ordem das palavras, o que pode
afetar a acuracia tematica em textos mais complexos. Além disso, a escolha do niimero de to-
picos € uma etapa sensivel e depende de analise exploratoria e validagdo com métricas como
coeréncia de topicos ou perplexidade (RODER; BOTH; HINNEBURG, 2015).

Para complementar a anélise dos resultados obtidos com LDA, foi utilizada a ferramenta
PyLDAvis. Trata-se de uma biblioteca interativa de visualizagdo que permite explorar grafica-
mente a distribui¢do e a relagdo entre os topicos e as palavras mais relevantes de cada um. O
PyLDAvis representa os topicos em um plano bidimensional, onde sua posi¢do e sobreposicao
indicam similaridades tematicas, e sua area representa a prevaléncia no corpus. Essa visualiza-
¢do contribui para a avaliagdo qualitativa da modelagem de topicos, ampliando a compreensao

das estruturas tematicas inferidas pelo modelo (SIEVERT; SHIRLEY, 2014).
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2.8 Visualiza¢ao de Contetido Textual

A nuvem de palavras (word cloud) ¢ uma técnica exploratoria de visualizagao textual
utilizada para representar graficamente a frequéncia de palavras em um conjunto de documen-
tos. Trata-se de um recurso bastante difundido na andlise inicial de dados textuais, especial-
mente no campo do Processamento de Linguagem Natural (PLN), por permitir uma compreen-
sdo rapida dos termos mais recorrentes em um corpus (VIEGAS; WATTENBERG:; FEIN-
BERG, 2009; HEIMERL et al., 2014).

Visualmente, as palavras mais frequentes aparecem em tamanhos maiores ¢ mais desta-
cados, enquanto palavras com menor ocorréncia sdo representadas em proporcdes reduzidas.
Essa estratégia facilita a identificacdo de padrdes semanticos, termos-chave e possiveis topicos
predominantes nos textos, mesmo antes da aplica¢do de técnicas mais sofisticadas como mode-
lagem de topicos ou clusterizagao (HEIMERL et al., 2014).

Na analise de agrupamentos textuais, como no caso de acordaos judiciais clusterizados,
a nuvem de palavras pode ser aplicada por cluster ou tema, permitindo visualizar os termos
mais representativos de cada grupo. Essa abordagem contribui para uma interpretacao qualita-
tiva dos clusters, ajudando o pesquisador a atribuir significados aos agrupamentos gerados au-
tomaticamente por algoritmos como o K-Means ou HDBSCAN.

Entre as principais aplicacdes das nuvens de palavras, destacam-se: exploragdo inicial
de dados textuais; comparacdo de vocabularios entre diferentes grupos tematicos; identificagao
de termos discriminativos em andlises comparativas; apoio a rotulagem de clusters ou catego-
rias emergentes; comunicacdo de resultados de maneira acessivel e visualmente atrativa.

Entretanto, a técnica possui limitagdes, pois nao leva em conta o contexto das palavras,
nem as relagcdes semanticas entre os termos. Palavras de alta frequéncia, mas pouco informati-
vas podem ocupar espaco visual desproporcional caso ndo sejam removidas na etapa de pré-
processamento (ex.: stopwords, nomes proprios repetitivos etc.). Por isso, ¢ recomendavel que
a construcao da nuvem de palavras seja precedida por uma limpeza textual criteriosa, que inclua
lematizagdo, remog¢do de palavras irrelevantes e normalizagdo de termos.

Ferramentas como WordCloud (Python), Voyant Tools, ou bibliotecas em R como tm e
wordcloud, oferecem meios automatizados de gerar essas visualizagdes de forma customizada,
sendo amplamente utilizadas tanto em pesquisas académicas quanto em aplicagdes corporativas

de analise textual.
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2.9 Indices de Validagio de Agrupamentos

Nos métodos de agrupamento nao supervisionado, como a clusterizagao aplicada nesta
pesquisa, torna-se essencial avaliar a qualidade dos agrupamentos obtidos. Como os algoritmos
de clusterizacdo ndo recebem previamente os rotulos dos dados, utiliza-se um conjunto de mé-
tricas de validacdo interna para mensurar a coesdo ¢ a separacao dos clusters formados (HAS-
SAN et al., 2024; GOSGENS et al., 2019).

Dentre as métricas utilizadas neste trabalho, destacam-se:

e SilhouetteScore: Apresentado por Rousseeuw (1987), o Silhouette Score quantifica si-
multaneamente o quao proximo um elemento estd de outros elementos do seu proprio
cluster (coesdo) e o quao distante esta dos elementos de outros clusters (separagdo). O
valor da métrica varia de -1 a 1, sendo que valores proximos a 1 indicam forte separacao
entre os agrupamentos e alta coesdo interna.

e Davies-Bouldin Index: Proposto por Davies € Bouldin (1979), esse indice mede a média
da razao entre a dispersao intra-cluster e a separacao inter-cluster. Valores menores in-
dicam melhor qualidade de agrupamento, pois representam maior compactacdo dentro
dos clusters e maior distancia entre eles.

e Calinski-Harabasz Index: Introduzido por Calinski e Harabasz (CALINSKI,1974),
também conhecido como Variance Ratio Criterion, calcula a razdo entre a dispersao
inter-cluster e intra-cluster. Valores mais elevados indicam maior separagdo entre gru-
pos e melhor defini¢do dos agrupamentos (ALI et al., 2021).

A utilizagdo combinada dessas métricas possibilita uma avaliagdo mais robusta dos
agrupamentos formados, considerando diferentes aspectos geométricos e estatisticos dos dados

(HASSAN et al., 2024; GOSGENS et al., 2019).
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3 METODOLOGIA

O presente estudo adota uma abordagem quantitativa, caracterizada pela anélise de da-
dos numéricos por meio de procedimentos estatisticos, com €nfase na objetividade durante as
etapas de coleta e analise (UFRGS, 2009). Fundamenta-se em técnicas de Processamento de
Linguagem Natural (PLN) e Aprendizado de Maquina, com o objetivo de agrupar e analisar
semanticamente acordaos judiciais. Para assegurar a qualidade e a robustez dos resultados, a
metodologia foi estruturada em etapas sequenciais que incluem: coleta dos dados, limpeza e
pré-processamento textual, vetorizagdo semantica com o modelo SBERT, calculo de similari-
dade entre textos, aplicagdo de algoritmos de agrupamento ndo supervisionados (K-Means),
reducdo de dimensionalidade com t-SNE, visualizagdo dos agrupamentos, geracdo de nuvens
de palavras e modelagem de topicos com LDA. Cada uma dessas fases sera detalhada ao longo
deste trabalho.

Trata-se de uma pesquisa de natureza aplicada, pois visa gerar conhecimento voltado a
solugdo de um problema especifico, relacionado a triagem e organiza¢do de decisdes judiciais
no ambito do Tribunal de Justi¢ca do Tocantins. Como destaca a UFRGS (2009), esse tipo de
pesquisa envolve interesses e realidades locais, propondo solugdes praticas e contextualizadas.

Quanto aos seus objetivos, esta pesquisa possui carater exploratorio e descritivo, con-
forme a classificacdo de Silva e Menezes (2005). A abordagem exploratdria se justifica pela
necessidade de aprofundar o entendimento sobre a aplicacdo de técnicas computacionais no
tratamento de textos juridicos, um campo ainda em desenvolvimento no cendrio brasileiro. Por
sua vez, o carater descritivo busca observar, registrar, analisar e correlacionar os padrdes tema-
ticos presentes nos acordaos, por meio de métodos como vetorizagdo com SBERT, clusteriza-
¢do com K-Means e modelagem de topicos com LDA. Com isso, pretende-se contribuir para a
organizagdo e compreensao do contetido juridico, promovendo maior eficiéncia na analise do-
cumental (UFRGS, 2009).

No que se refere aos procedimentos técnicos adotados, este trabalho configura-se como
um estudo de caso, por estar centrado na realidade do Tribunal de Justica do Tocantins, onde
se propde aplicar e validar a metodologia desenvolvida. Enquadra-se também como pesquisa
bibliografica, por apoiar-se em obras ja publicadas nas areas de PLN, aprendizado de maquina
e direito, utilizadas para embasar teoricamente as decisdes metodologicas adotadas. Adicional-
mente, trata-se de uma pesquisa documental, uma vez que utiliza como base analitica acordaos
judiciais emitidos e armazenados em bancos institucionais, considerados fontes primarias ainda

nao exploradas de forma analitica aprofundada.
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As fases do desenvolvimento podem ser visualizadas na figura 1.
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Figura 1 - Fluxo de desenvolvimento

Fonte: Elaborado pela autora (2025).

3.1 Coleta dos dados

O corpus desta pesquisa € composto por 863 acorddos extraidos do sistema eletronico

de processos do Tribunal de Justica do Tocantins (e-Proc/TJTO). Foram considerados proces-

sos de 27 instancia, na competéncia Civel, que registraram o evento “Tipo de Peticao Judicial

Recurso Especial (SREC)” entre 1° de abril e 13 de novembro de 2024. Para fins deste estudo,

apenas a ementa do acérdao foi considerada, replicando o procedimento atualmente empregado

na triagem manual.

Os documentos no e-Proc sdo em formato PDF de acordo com a legislagdao interna

(TJTO, 2011). Para a extragcdo e manipulacdo de arquivos PDF, utilizou-se a biblioteca

PyMuPDF (FITZ), que permite o acesso programatico ao conteido de documentos em formatos

como PDF, EPUB e XPS, incluindo texto, imagens e metadados (PYMUPDF, 2024).

A figura 2 mostra o fluxo realizado na coleta dos dados.



35

Csv

Extraccao

—>| dedados |—>

com PyMuPDF

Acérdao Arquivo
em PDF em CSV
no e-Proc

Figura 2 - Fluxo da coleta dos dados

Fonte: Elaborado pela autora (2025).

3.2 Pré-processamento textual

A andlise de textos requer uma etapa de pré-processamento dos dados, a fim de garantir
a qualidade dos resultados posteriores de vetorizacdo e clusterizagdo. Segundo ALCARDE
(2021) nessa fase do pré-processamento os dados coletados passam por uma série de processos,
como remocao de ruidos, pontuagdo, conversao para minusculas, entre outros, para tornar os
dados mais uniformes e facilitar as analises subsequentes.

Neste trabalho, foram aplicadas técnicas como normalizacdo dos textos para minuscu-
las, remogao de acentos, pontuagao, caracteres especiais, numeros, eliminacao de palavras irre-
levantes. utilizando o modelo “pt _core news sm " do spaCy y (https://spacy.io/) e a biblioteca

NLTK (Natural Language Toolkit ) (https://www.nltk.org/).

A etapa de limpeza e pré-processamento textual representa uma fase fundamental no
pipeline de PLN, especialmente quando se trabalha com dados textuais, como acérdaos judici-
ais. O principal objetivo dessa etapa ¢ remover ruidos, padronizar o contetido e garantir que
apenas informagdes semanticamente relevantes sejam preservadas para analises posteriores de
vetorizagdo, similaridade e agrupamento (JURAFSKY; MARTIN, 2020).

Para essa finalidade, foi desenvolvida uma funcao em Python, que transforma os textos
brutos em dados estruturados e consistentes. O processo inicia-se com a normalizacao basica
do texto, que inclui: conversdo de todos os caracteres para minusculas; remoc¢ao de acentuagao
e caracteres especiais com base na normalizacdo Unicode; exclusdo de numeros, pontuagdo e
espagos em branco excessivos. Essas operagdes visam reduzir a variabilidade 1éxica e melhorar
a uniformidade do corpus textual, facilitando a aplicacao dos algoritmos de aprendizado de
maquina.

A etapa seguinte consiste na tokenizagdo e lematizagdo, utilizando o modelo pré-trei-

nado pt core news sm da biblioteca spaCy, especialmente desenvolvido para a lingua


https://www.nltk.org/

36

portuguesa. A tokenizagdo ¢ responsavel por segmentar o texto em unidades 1éxicas, enquanto
a lematizagdo reduz as palavras a sua forma candnica (por exemplo, “correndo” para “correr”),
permitindo uma representagdo mais concisa ¢ generalizavel do vocabulario (JURAFSKY;
MARTIN, 2020).

Em seguida, ¢ realizada uma filtragem criteriosa dos tokens, com a remogao de termos
irrelevantes para a analise semantica. Para isso, empregou-se uma combinacdo entre a lista de
stopwords da biblioteca NLTK e uma lista personalizada de palavras comuns em textos juridi-

2% ¢¢ 29 <¢

cos, porém com baixo valor informativo, como “relator”, “tribunal”, “voto”, “art” e “n

0%

. Tam-
bém foram descartados: tokens compostos por espagos, pontuacdes ou numeros; palavras com
menos de trés ou mais de quinze caracteres; termos que contenham digitos.

A ultima fase do pré-processamento consiste na recombinagao dos tokens filtrados em
um novo texto limpo, pronto para ser submetido a vetorizacao. Além disso, nos casos em que
o texto de entrada esteja vazio ou ndo produza contetido relevante apds o processamento, a
funcdo retorna a string “sem contetido” como marcador de auséncia de informacao 1til.

Essa metodologia esta em consonancia com as boas praticas recomendadas por (JURA-
FSKY; MARTIN, 2020), que enfatizam a importancia da normalizacdo e da lematizagdo como
etapas fundamentais para melhorar o desempenho dos algoritmos de PLN. A limpeza adequada
do corpus ¢ decisiva para a eficiéncia das fases seguintes, como a vetorizacdo semantica com
SBERT, a clusterizagdo com algoritmos como K-Means, € a analise tematica com modelos

como o LDA.

3.3 Vetorizacao semantica com o modelo SBERT

A representacdo vetorial dos textos foi realizada por meio do modelo Sentence-BERT
(SBERT), uma adaptacdo do BERT para gerar embeddings de sentencas com alta qualidade
semantica (REIMERS; GUREVYCH, 2019). O SBERT transforma cada acordao em um vetor
denso de alta dimensao, permitindo a comparagao direta entre documentos.

A vetorizacdo de textos ¢ uma etapa no fluxo de trabalho de Processamento de Lingua-
gem Natural (PLN), visando converter dados textuais em representagdes numéricas densas e de
alta dimensionalidade, conhecidas como embeddings. Essas representacdes sdo essenciais para
que modelos de Aprendizado de Maquina (AM) possam processar e analisar o significado se-
mantico dos textos, permitindo tarefas como classificagdo, clusterizacdo, analise de similari-

dade e recuperacao de informagdes (GOLDBERG, 2017).
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Diferentemente dos vetores tradicionais baseados em frequéncia (como TF-IDF ou Bag-
of-Words), os embeddings gerados por modelos como o SBERT sdo contextualizados, o que
significa que a representagdo vetorial de uma palavra ou sentenga depende de seu contexto
sintatico e semantico no enunciado (DEVLIN et al., 2018). Isso torna possivel capturar nuances
de sentido e similaridade textual com maior precisdo, um aspecto crucial na andlise de textos
legais, frequentemente ambiguos e densos.

O processo técnico consistiu no carregamento do modelo pré-treinado por meio da bi-
blioteca SentenceTransformer, seguido da vetorizagao dos textos armazenados. Ao término da
operacao, foi verificada a correspondéncia entre o numero de embeddings gerados e a quanti-
dade de textos processados, garantindo a integridade dos dados vetorizados para as etapas sub-
sequentes de analise.

A literatura recente tem destacado os avangos proporcionados por modelos baseados em
transformers para tarefas complexas de PLN. De acordo com Raffel et al. (2020), essas arqui-
teturas tém revolucionado a forma como os textos sdo processados, ao permitirem um aprendi-
zado profundo baseado em atencao contextualizada. Além disso, o uso de representagdes densas
e sem supervisionamento direto, como proposto por Gao, Yao e Chen (2021), permite ganhos
substanciais em tarefas de recuperagdo semantica e agrupamento de documentos, tornando mo-

delos como SBERT indispensaveis em pipelines modernos de PLN.

3.3.1 Comparacao entre Modelos de Vetorizagdo Semantica

Com o objetivo de avaliar o impacto da escolha do modelo de vetorizagdo na qualidade
da clusterizagdo semantica dos acordaos judiciais, este trabalho realizou uma analise compara-
tiva entre diferentes modelos baseados em arquiteturas transformer. Cada modelo foi utilizado
para gerar embeddings a partir dos textos previamente processados, sendo esses vetores poste-
riormente empregados nas etapas de calculo de similaridade, reducdo de dimensionalidade, clu-
sterizacdo e modelagem de topicos.

Na tabela 1, temos os modelos utilizados, tamanho e quantidade de dimensdes de cada

modelo.



38

Tabela 1 - Especificacdes de Modelos de Linguagem

paraphrase-multilingual-mpnet-base-v2 110M 768
paraphrase-multilingual-MiniLM-L12-

33M 384
v2
stjiris/bert-large-portuguese-cased-le-

340M 1024
gal-mlm-sts-v1.0
Alibaba-NLP/gte-multilingual-base 120M 768
rufimelo/Legal-BER Timbau-sts-large-

340M 1024
ma-v3

Fonte: Elaborado pela autora (2025).

A escolha desses modelos fundamenta-se tanto em sua disponibilidade publica quanto
em sua capacidade de gerar representagdes vetoriais densas e contextualizadas. Os modelos
paraphrase-multilingual sdo amplamente utilizados por sua robustez em tarefas multilingues,
conforme destacado por Reimers e Gurevych (2019). Ja os modelos Legal-BERTimbau e STJI-
RIS, treinados especificamente em corpora juridicos em lingua portuguesa, apresentam poten-
cial para melhor desempenho em dominios especializados, conforme sugerido por Souza, No-
gueira e Lotufo (2020).

A avaliacao comparativa baseou-se em métricas quantitativas, como o Silhouette Score,
o Indice de Davies-Bouldin, Calinski-Harabasz Index e a coeréncia de topicos gerados via
LDA. Adicionalmente, realizou-se uma analise qualitativa por meio da visualizagdo dos agru-
pamentos com a técnica t-SNE, permitindo observar a separabilidade semantica dos clusters
produzidos por cada modelo.

Essa andlise busca identificar qual modelo de embeddings oferece maior fidelidade se-
mantica na representacao de textos juridicos, contribuindo para uma clusteriza¢do mais coerente

e interpretavel.

3.4 Aplicacdo do algoritmo de agrupamento nao supervisionados (K-Means)

ApOs a obtengdo das representagdes vetoriais dos acérdaos, aplicou-se o algoritmo de

agrupamento K-Means, uma técnica amplamente utilizada em aprendizado nao supervisionado
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com o objetivo de particionar os dados em k grupos de forma a minimizar a soma das distancias
intra-cluster (MACQUEEN, 1967). O K-Means baseia-se em um processo iterativo que envolve
a atribuicao de cada instancia ao centroide mais proximo e a posterior atualiza¢ao dos centroides
com base na média dos pontos associados, repetindo essas etapas até a convergéncia.

Para determinar o niimero ideal de clusters (k), uma etapa crucial para a eficacia do
agrupamento, foram empregadas duas métricas complementares: o0 Método do Cotovelo (Elbow
Method) e o Silhouette Score. O Método do Cotovelo analisa a Soma das Distancias Internas
aos Clusters (WCSS - Within-Cluster Sum of Squares) em fungao de diferentes valores de k. O
ponto de "cotovelo" na curva, onde a diminui¢do da WCSS comeca a se estabilizar, sugere um
valor apropriado para k. Concomitantemente, o Silhouette Score foi utilizado para avaliar a
coesdo e separagao dos clusters. Essa métrica varia de -1 a 1, onde valores proximos de 1 indi-
cam clusters bem definidos e separados, enquanto valores proximos de 0 ou negativos sugerem
sobreposi¢ao ou ma formagao dos clusters.

O codigo implementado iterou sobre valores de k entre 2 e 14, calculando para cada um
os valores de WCSS e do Silhouette Score. Os resultados obtidos foram visualizados em dois
graficos: um representando a curva do cotovelo e outro apresentando a pontuagdo de silhueta.
A partir da analise desses graficos, observou-se que o valor k = 5 proporcionou uma estrutura
de agrupamento coerente, sendo, portanto, adotado para a clusterizagao final dos dados.

A escolha do algoritmo K-Means para a etapa de agrupamento baseou-se em sua eficién-
cia computacional e na sua capacidade de particionar grandes volumes de dados de forma in-
terpretavel. Trata-se de um algoritmo amplamente consolidado na literatura para tarefas de
agrupamento de textos, o que permite comparagdes diretas com estudos semelhantes e confere
maior robustez metodologica a presente pesquisa (SUYAL; SHARMA, 2024). Além disso, sua
aplicagdo sobre vetores semanticos como os gerados por modelos do tipo SBERT tem se mos-
trado eficaz na identificacdo de padrdes latentes e estruturas semanticas em conjuntos textuais

extensos.

3.5 Reducao de dimensionalidade com t-SNE

A técnica t-SNE ¢ um método de reducao de dimensionalidade amplamente utilizado
para visualizacdo de dados de alta dimensdo em espacos bidimensionais ou tridimensionais.
Proposto por Van der Maaten e Hinton (2008), o t-SNE preserva principalmente as relagdes
locais entre os pontos no espaco original, de modo que instancias semelhantes permanecam

proéximas no novo espaco vetorial. Essa caracteristica o torna especialmente eficaz para
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representar visualmente agrupamentos de dados complexos, como vetores semanticos oriundos
de textos.

Neste trabalho, o algoritmo de agrupamento K-Means foi aplicado diretamente sobre os
embeddings vetoriais, gerando os rétulos dos clusters sem prévia reducao de dimensionalidade.
Em seguida, utilizou-se o algoritmo t-SNE com o objetivo de reduzir a dimensionalidade dos
dados para duas dimensdes, permitindo a visualiza¢do dos agrupamentos de forma mais intui-
tiva. A técnica t-SNE ¢ amplamente empregada em contextos de visualizagdao por sua capaci-
dade de preservar relagdes locais no espago vetorial original (VAN DER MAATEN;HIN-
TON,2008). A implementagao foi realizada por meio da biblioteca Scikit-learn, com os para-
metros n_components=2, para obtenc¢ao de duas dimensdes, init="random’, e random_state=42,
garantindo reprodutibilidade dos resultados. Essa etapa teve papel fundamental na visualizacao
dos dados vetorizados, contribuindo para a interpretacdo da qualidade dos clusters formados,
conforme orientam VAN DER MAATEN e HINTON (2008) e PEDREGOSA et al. (2011).

A escolha do t-SNE, em detrimento de outras técnicas de redu¢ao de dimensionalidade
como a Analise de Componentes Principais (PCA), justifica-se pelas caracteristicas especificas
dos dados vetoriais utilizados e pelos objetivos da analise. Enquanto o PCA ¢ eficiente na com-
pressao linear dos dados e na explicitagdo da variancia global, ele ndo preserva bem as relagdes
locais entre os pontos quando aplicado a vetores de alta dimensionalidade e com estrutura se-
mantica complexa, como ¢ o caso dos embeddings textuais gerados por modelos como SBERT.

O t-SNE, por sua vez, ¢ especialmente projetado para manter a proximidade local entre
os dados, o que o torna mais apropriado para representar relacdes de similaridade semantica em
espacos vetoriais derivados de linguagem natural. Em outras palavras, instancias textuais que
compartilham contetdos semanticamente semelhantes tendem a permanecer agrupadas apds a
reducdo dimensional com t-SNE, o que favorece a identificacdo e a visualizacdo dos padrdes
de agrupamento. Essa propriedade ¢ fundamental no contexto deste trabalho, cujo objetivo in-
clui a identificagdo de grupos semanticos latentes em acordaos judiciais.

Além disso, estudos recentes demonstram que o t-SNE apresenta desempenho superior
ao PCA na visualizagdo de agrupamentos em dados de linguagem natural, especialmente
quando combinado com algoritmos de clusterizagdo, como o K-Means. XIA et al. (2021) reali-
zaram uma analise comparativa entre diferentes técnicas de reducao de dimensionalidade e evi-
denciaram que métodos ndo lineares, como o t-SNE, proporcionam visualizagdes mais eficazes
para a identificacdo de estruturas de agrupamento em espagos vetoriais de alta dimensionali-

dade. Assim, sua adog¢do neste estudo visa ndo apenas a redugdo de dimensionalidade, mas
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também a facilitagdo da interpretacdo dos resultados por meio de representacdes visuais mais

coerentes com a estrutura semantica dos dados.

3.6 Visualizacdo dos agrupamentos

Apbs a aplicagdo do algoritmo K-Means, sobre os vetores semanticos dos acordaos,
procedeu-se a etapa de visualizagdo grafica dos agrupamentos. O t-SNE foi utilizado para pro-
jetar os dados de alta dimensionalidade em um espaco bidimensional, mantendo a estrutura
local dos dados e preservando relagdes de proximidade entre os pontos. Essa técnica é especi-
almente eficaz para dados oriundos de representagdes vetoriais densas, como os embeddings
gerados por modelos de linguagem.

A visualizagdo foi realizada por meio de um grafico de dispersdo, no qual cada ponto
representa um acordao posicionado segundo suas coordenadas no espago reduzido. Os pontos
foram coloridos conforme o rotulo do cluster atribuido pelo K-Means, o que permitiu uma ava-
liacdo qualitativa da distribui¢do dos documentos e da coesdo interna dos grupos. A visualiza-
¢do dos cinco clusters possibilitou identificar padrdes semanticos latentes e avaliar a separabi-
lidade entre os agrupamentos, contribuindo para a interpretagdo dos resultados e validagao da
metodologia.

A utilizacdo combinada de K-Means e t-SNE para visualizagdao ¢ amplamente reconhe-
cida na literatura como uma abordagem eficaz para analise exploratoria em tarefas de agrupa-
mento textual (VANDER MAATEN; HINTON, 2008; WATTENBERG et al., 2016), especi-
almente em dominios como o juridico, onde a semantica desempenha papel central na organi-

zagao dos dados.

3.7 Geracao de nuvens de palavras (wordclouds)

A geracao de nuvens de palavras constitui uma técnica visual amplamente utilizada na
analise exploratéria de dados textuais, permitindo a identificagdo rapida e intuitiva dos termos
mais frequentes em um corpus. No contexto deste estudo, as nuvens de palavras foram geradas
individualmente para cada um dos cinco clusters resultantes da aplica¢ao do algoritmo K-Me-
ans, com o objetivo de facilitar a interpretacdo semantica dos agrupamentos.

Cada nuvem de palavras representa, de forma grafica, os termos mais recorrentes dentro
de um grupo, sendo que o tamanho de cada palavra esta proporcionalmente relacionado a sua

frequéncia no conjunto de textos pertencentes ao respectivo cluster. Essa visualizagdo auxilia
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na identifica¢do de temas dominantes, padrdes linguisticos e possiveis subtemas que caracteri-
zam cada agrupamento, oferecendo uma sintese visual que complementa a andlise quantitativa.

A utilizacao das nuvens de palavras € particularmente eficaz na fase de validacao qua-
litativa dos agrupamentos, pois permite verificar a coesao tematica dentro dos clusters e obser-
var se os termos destacados sdo semanticamente coerentes com o dominio juridico analisado.
Essa abordagem também favorece a comunicac¢ao dos resultados para publicos ndo especiali-
zados, por se tratar de uma forma acessivel e de facil compreensao.

Conforme apontado por Silva e Ribeiro (2020), as nuvens de palavras constituem uma
estratégia eficiente de exploragdo textual, ao passo que permitem evidenciar rapidamente os
topicos centrais em grandes volumes de dados. Assim, sua incorporagdo nesta pesquisa contri-
bui ndo apenas para a interpretagdo dos clusters, mas também para a apresentagao visual dos

achados de maneira clara e objetiva.

3.8 Modelagem de topicos com Latent Dirichlet Allocation (LDA)

A modelagem de topicos por meio do algoritmo LDA constitui uma técnica amplamente
empregada na extragdo de temas latentes a partir de grandes volumes de dados textuais. Pro-
posto por Blei, Ng e Jordan (2003), o LDA ¢ um modelo generativo que assume que cada do-
cumento ¢ composto por uma distribuicao de topicos, e que cada topico € representado por uma
distribui¢do de palavras.

No contexto desta pesquisa, a aplicagdo do LDA foi realizada apds a clusterizagdo dos
acordaos judiciais por meio do algoritmo K-Means, com o objetivo de identificar os principais
topicos presentes em cada grupo de textos semanticamente semelhantes. Ao aplicar o LDA de
forma separada em cada cluster, € possivel extrair os temas predominantes em cada agrupa-
mento, contribuindo tanto para a interpretacdo semantica quanto para a valida¢do qualitativa
dos resultados obtidos na etapa de agrupamento.

Essa abordagem permite ndo apenas confirmar a coeréncia tematica dos clusters forma-
dos, mas também refinar a analise exploratdria ao evidenciar subtemas ou padrdes discursivos
especificos que ndo sdo imediatamente perceptiveis apenas pela visualizagdo das nuvens de
palavras ou pela leitura dos documentos. Dessa forma, a modelagem de topicos atua como um
complemento analitico, enriquecendo a compreensao dos dados textuais e fortalecendo a con-
sisténcia das conclusdes obtidas.

Adicionalmente, a utilizagdo do LDA mostra-se particularmente adequada ao dominio

juridico, cuja linguagem se caracteriza por alta densidade terminoldgica e complexidade
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semantica. A extragcdo automatizada de topicos recorrentes favorece a categorizagdo tematica
de decisdes judiciais, podendo subsidiar praticas mais eficazes de gestdo documental e recupe-
ragao da informacao.

Apos a aplicacao do modelo LDA, utilizou-se a ferramenta PyLDAvis para a visualiza-
¢do interativa dos topicos. O PyLDAvis permite representar os topicos como circulos distribui-
dos em um espaco bidimensional, onde a distancia entre eles reflete a similaridade temética e o
tamanho indica sua prevaléncia no corpus. A visualizagao também apresenta, para cada topico,
a lista de palavras mais relevantes com base em métricas de frequéncia e exclusividade. Essa
abordagem contribui para uma analise mais aprofundada das estruturas tematicas, refor¢cando a
interpretagdo qualitativa dos agrupamentos. A implementacao foi realizada com a versao pyL-

DAvis.lda_model, utilizando os vetores de contagem de palavras gerados por CountVectorizer.

3.9 Avaliacao da Qualidade dos Agrupamentos

Ap6s a aplicacdo dos algoritmos de clusterizagdo, foi realizada a avaliagdo quantitativa
da qualidade dos agrupamentos obtidos, com o objetivo de comparar o desempenho dos dife-
rentes modelos de vetorizagdo semantica testados. Considerando-se a natureza nao supervisio-
nada do problema, foram empregadas métricas de validagdo interna de agrupamentos, as quais
permitem mensurar a compactacgao intra-cluster e a separacao inter-cluster com base exclusiva-
mente na distribuicio dos dados (ALI et al., 2021; HASSAN et al., 2024; GOSGENS et al.,
2019).

As métricas aplicadas neste estudo foram:

e Silhouette Score, que avalia simultaneamente a coesdo e separagdo dos clusters, vari-
ando de -1 a 1, onde valores proximos de 1 indicam melhor qualidade de agrupamento
(ROUSSEEUW, 1987);

e Davies-Bouldin Index, o qual mede a razao entre a variabilidade intra-cluster e a sepa-
racgdo inter-cluster, sendo que valores menores indicam melhor desempenho (DAVIES;
BOULDIN, 1979);

o Calinski-Harabasz Index, que calcula a razdo entre a dispersao inter-cluster e intra-clu-
ster, onde valores maiores indicam melhor qualidade dos agrupamentos (CALINSKI;
HARABASZ, 1974).

O célculo dessas métricas foi realizado utilizando a biblioteca scikit-learn da linguagem
Python, versdo 1.2.2. As métricas foram aplicadas sobre os agrupamentos formados pelo algo-

ritmo K-Means, considerando os embeddings gerados por cada modelo de representagdao
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vetorial previamente testado. A utilizagdo conjunta dessas métricas permitiu avaliar de forma
mais robusta a qualidade dos agrupamentos formados, considerando multiplos aspectos estatis-

ticos e estruturais dos dados.



45

4 RESULTADOS E ANALISE

As andlises apresentadas neste capitulo foram conduzidas com base nos procedimentos
metodoldgicos descritos no Capitulo 3, abrangendo as etapas de coleta e pré-processamento
textual, vetorizacdo semantica por meio do modelo SBERT (com a selecdo do modelo mais
adequado ao conjunto de dados), aplicagdo do algoritmo K-Means para clusterizagdo, redugao
de dimensionalidade com t-SNE, além da avaliagcdo quantitativa e qualitativa dos agrupamentos
formados.

A seguir, sdo apresentados os resultados obtidos com a aplicagdo das técnicas propostas
ao agrupamento de acérdaos judiciais, considerando a similaridade semantica capturada por
modelos de linguagem baseados em redes neurais. O capitulo descreve o conjunto de dados
analisado, os procedimentos de vetorizacgao, a definicao do numero ideal de clusters, a visuali-
zagdo dos agrupamentos gerados e as avaliagdes quantitativas, como o Silhouette Score, o In-
dice de Davies-Bouldin ¢ o Indice de Calinski-Harabasz. Complementarmente, sdo apresenta-
dos os resultados qualitativos obtidos por meio de nuvens de palavras e modelagem de topicos
com LDA, que permitem a interpretacdo semantica dos agrupamentos formados. Por fim, dis-
cute-se a eficacia da metodologia aplicada, destacando suas contribui¢des para a organizagao e

analise de acoérdaos judiciais.

4.1 Caracteristicas do Conjunto de Dados

O conjunto de dados analisado neste estudo ¢ composto por 863 acérdaos judiciais, ex-
traidos do sistema e-Proc da segunda instancia, e processados conforme as etapas metodologi-
cas descritas no Capitulo 3. Os documentos contemplam exclusivamente matérias de compe-
téncia  civel, assegurando a  homogeneidade tematica da  base textual.
Cada acordao foi submetido a um processo de pré-processamento textual, que incluiu normali-
zacdo, remocao de stopwords e lematizagdo, com o objetivo de obter textos mais limpos e se-
manticamente representativos. Em seguida, os documentos foram transformados em represen-
tagdes vetoriais semanticas e, posteriormente, submetidos a etapa de clusteriza¢do por simila-
ridade.

Embora a amostra possa ser considerada limitada em termos quantitativos, mostrou-se
adequada e representativa para os objetivos da pesquisa, fornecendo uma base empirica consis-

tente para a avaliagdo dos métodos de agrupamento e analise semantica aplicados.
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4.2 Resultados da Vetorizacdo Seméantica

A vetorizacdo semantica dos textos foi realizada com o modelo Sentence-BERT
(SBERT), sendo aplicados cinco modelos distintos pertencentes a essa familia. Ao final do
processo, foram gerados 863 embeddings para cada modelo, correspondendo ao niimero total
de acordaos analisados. Esses vetores, armazenados em formato matricial, serviram como base
para as etapas subsequentes da analise, tais como clusterizagdo, avaliagdo quantitativa e visua-
lizagdo. A correspondéncia entre o nimero de vetores e o numero de documentos originais foi
devidamente verificada, assegurando a integridade e a completude da transformacao dos dados
textuais em representagdes numéricas.

A escolha por modelos da familia SBERT justifica-se por sua arquitetura siamesa, que
possibilita comparagdes diretas entre sentengas com maior eficiéncia computacional e sem a
necessidade de grandes volumes de dados rotulados. Essa caracteristica ¢ particularmente rele-
vante no contexto juridico, marcado pela escassez de corpora anotados. Segundo estudos re-
centes, modelos baseados em SBERT demonstram desempenho superior em tarefas de recupe-
racdo de informacdo e agrupamento de textos, em comparagdo com abordagens tradicionais
como TF-IDF ou Word2Vec (GAO; YAO; CHEN, 2021).

A analise comparativa dos resultados obtidos pelos modelos sera apresentada em secao
especifica deste capitulo, com o objetivo de identificar a abordagem mais adequada ao agrupa-

mento dos acérdaos judiciais.

4.3 Definicao do Numero de Clusters

A defini¢do do nimero de clusters (k) foi realizada segundo as diretrizes descritas na
secdo 3.5, com apoio do Método do Cotovelo e do Silhouette Score, de modo a identificar o
ponto de equilibrio entre complexidade e desempenho dos agrupamentos.

No grafico da esquerda (Figura 3), apresenta a Soma das Distancias Internas (Within-
Cluster Sum of Squares — WCSS) para diferentes valores de &, variando de 2 a 14. O método
busca identificar o ponto em que o ganho na compactacao dos clusters comega a diminuir sig-
nificativamente, ou seja, onde ha uma "quebra" na curva. Observa-se que a reducao de WCSS
¢ mais acentuada até o ponto k = 6, a partir do qual as quedas tornam-se menos expressivas.
Essa inflexdo indica um possivel nimero 6timo de agrupamentos, sugerindo que seis clusters

representam um bom equilibrio entre granularidade e coesdo interna.
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Adicionalmente, o grafico da direita apresenta os valores do Silhouette Score, métrica
que avalia a coesdo interna e a separacao entre os clusters. Embora o valor maximo tenha sido
registrado em k = 2, essa configuracao tende a gerar agrupamentos muito genéricos, com perda
de granularidade semantica. Ao considerar a combinagado entre o valor de Silhouette e a analise
do cotovelo, nota-se que o valor de k = 6 mantém um indice razoavel de coesdo (em torno de
0.075) e oferece maior discriminacdo tematica nos grupos. Com base nas analises combinadas
do Método do Cotovelo e do Indice de Silhouette, optou-se por definir k = 6 como o nimero de

clusters a ser utilizado nas etapas seguintes da analise.

Método do Cotovelo Silhouette Score
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Figura 3 - Analise do nimero ideal de clusters por meio do Método do Cotovelo e Silhouette Score

Fonte: Elaborado pela autora (2025).

Essa decisdo também estd alinhada com a proposta exploratdria deste estudo, que visa

balancear granularidade interpretativa e coeréncia semantica entre os grupos de acordaos.

4.4 Visualizacido dos Clusters

A visualizag¢do dos agrupamentos foi realizada com o auxilio do algoritmo t-SNE, ap6s
a aplicagdo do K-Means, sendo que o valor de k foi previamente definido com base nas analises
do método do cotovelo e do coeficiente de silhueta. O objetivo dessa etapa € proporcionar uma
representacao bidimensional dos embeddings vetoriais, permitindo a inspecao visual da sepa-
ragdo entre 0s grupos.

A Figura 4 apresenta a visualiza¢do bidimensional dos agrupamentos formados com o
algoritmo K-Means, aplicada sobre os embeddings gerados. Para viabilizar a interpretacdo gra-

fica, foi utilizada a técnica de reducdo de dimensionalidade t-SNE, que projeta os dados

14
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originalmente em alta dimensao para um espago de duas dimensdes, mantendo a estrutura de
vizinhanga local.

Cada ponto no grafico representa um acdrdao, posicionado com base na sua similaridade
semantica relativa aos demais documentos. As cores indicam os rétulos atribuidos pelo K-Me-
ans, o que permite verificar a distribuicdo dos documentos nos agrupamentos.

Observa-se que ha formagodes coesas em determinados grupos, indicando que o K-Me-
ans foi capaz de separar adequadamente documentos com caracteristicas semanticas semelhan-
tes. No entanto, também ¢ possivel notar regides de sobreposicao entre clusters, especialmente
nas areas centrais do grafico, o que pode sugerir a existéncia de temas juridicos com interseg¢oes
conceituais, ou limitagdes do K-Means em capturar fronteiras complexas de decisao.

A técnica t-SNE ndo preserva distincias absolutas, mas ¢ eficaz na preservagdo da to-
pologia local, sendo, portanto, apropriada para inspe¢ao visual da qualidade dos agrupamentos.
De modo geral, o grafico indica que a combinagdo SBERT + K-Means + t-SNE ¢ capaz de

oferecer uma representacao coerente dos agrupamentos semanticos de acérdaos judiciais.

Visualizagao de Clusters com K-Means (antes) + t-SNE (depois)
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Figura 4 - Visualizagdo dos Clusters com K-Means e t-SNE. Modelo utilizado: stjiris/bert-large-portuguese-ca-
sed-legal-mlm-sts-v1.0

Fonte: Elaborado pela autora (2025).
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Os agrupamentos formados constituem a base para as proximas etapas da analise, que
envolvem a interpretacdo semantica dos clusters com o auxilio de nuvens de palavras e mode-

lagem de topicos, conforme descrito nas se¢des subsequentes

4.5 Comparacio entre Modelos de Embeddings

Com o objetivo de identificar o modelo de vetorizagdo semantica mais adequado para o
agrupamento de acérdaos judiciais, foram avaliados cinco modelos baseados em Sentence-
BERT (SBERT), como mostra a Tabela 2.

Para cada modelo, os embeddings foram gerados a partir dos mesmos textos pré-pro-
cessados. A seguir, realizou-se a clusterizacdo com o algoritmo K-Means, utilizando redugao
dimensional via t-SNE para visualizagcdo. A determina¢do do nimero de clusters (k) foi reali-
zada por meio do Método do Cotovelo.

A Tabela 2 apresenta os resultados obtidos na avaliagdo quantitativa da qualidade dos
agrupamentos gerados a partir de cinco modelos distintos de embeddings.

As métricas utilizadas nessa avalia¢do, previamente descritas na Se¢do 3.10, incluem o
Silhouette Score, o Davies-Bouldin Index e o Calinski-Harabasz Index, as quais permitem men-

surar, de forma combinada, a coesdo interna e a separagao entre os clusters gerados.

Tabela 2 - Desempenho dos Modelos de Embeddings segundo Métricas de Validacao de Clus-

terizacao
Modelo Silhouette Score | Davies-Bouldin Index Calinski-Harabasz Index
Alibaba-NLP/gte-mul- 0.2125 2.4547 310.37
tilingual-base
paraphrase-multilin- 0.2027 1.4474 351.27
gual-mpnet-base-v2
paraphrase-multilin- 0.1948 1.7755 357.74
gual-MiniLM-L12-v2
stjiris/bert-large-por- 0.2319 1.1978 431.08
tuguese-cased-legal-
mim-sts-v1.0
rufimelo/Legal-BER- 0.1866 2.4381 252.22
Timbau-sts-large-ma-
v3

Fonte: Elaborado pela autora (2025).
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Com base nos resultados, observa-se que o modelo stjiris/bert-large-portuguese-cased-
legal-mim-sts-v1.0 obteve os melhores desempenhos nas trés métricas analisadas. Esse modelo
apresentou o maior Silhouette Score (0.2319), o menor Davies-Bouldin Index (1.1978) e o maior
Calinski-Harabasz Index (431.08), o que indica, respectivamente, maior coesdo interna dos
clusters, menor sobreposi¢do entre grupos e maior separagdo entre os agrupamentos formados.

Tais resultados sdo consistentes com a natureza do modelo, que foi treinado em corpora
juridicos em lingua portuguesa, o que lhe confere maior capacidade de representar adequada-
mente a semantica dos acorddos analisados. Dessa forma, o modelo stjiris/bert-large-portu-
guese-cased-legal-mlm-sts-v1.0 foi selecionado para as analises subsequentes no presente es-
tudo.

Na figura 5, observa-se que o modelo stjiris/bert-large-portuguese-cased-legal-milm-
sts-v1.0 apresentou o maior valor de Silhouette Score (0.2319), o que indica que seus clusters
apresentam maior coesdo interna e estdo mais bem separados uns dos outros, em comparagao
aos demais modelos. Os modelos paraphrase-multilingual-mpnet-base-v2 ¢ Alibaba-NLP/gte-
multilingual-base também apresentaram desempenhos razoaveis, enquanto o modelo rufi-

melo/Legal-BERTimbau teve o menor valor, sugerindo agrupamentos menos definidos.

Silhouette Score por Modelo
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Figura 5 - Valores de Silhouette Score obtidos para cada modelo de embeddings.

Fonte: Elaborado pela autora (2025).

O Davies-Bouldin Index (DBI) mede a média da razdo entre dispersdo intra-cluster e
separacao inter-cluster. Ao contrario do Silhouette, valores menores de DBI indicam melhor

qualidade nos agrupamentos.
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Como pode ser observado na Figura 6, novamente o modelo stjiris/bert-large-portu-
guese-cased-legal-mlm-sts-v1.0 obteve o melhor desempenho, com o menor indice (1.1978).
Esse resultado corrobora a analise anterior de que seus agrupamentos sdo mais bem definidos.
Os piores desempenhos foram apresentados pelos modelos Legal-BERTimbau e Alibaba-gte-

base, com indices superiores a 2.4, sugerindo sobreposi¢do e menor separagdo entre clusters.

Davies-Bouldin Index por Modelo

Davies-Bouldin Index

Figura 6 - Valores de Davies-Bouldin Index obtidos para cada modelo de embeddings.

Fonte: Elaborado pela autora (2025).

O Calinski-Harabasz Index (CHI) avalia a razdo entre a dispersao entre os clusters e a
dispersao dentro dos clusters. Quanto maior o valor, melhor a qualidade dos agrupamentos.

Na Figura 7, o modelo stjiris/bert-large-portuguese-cased-legal-mlm-sts-vi.0 nova-
mente se destacou com o maior valor de CHI (431.08), indicando uma separacao bem definida
entre os grupos. Em contrapartida, o modelo Legal-BERTimbau teve o menor valor de CHI

(252.22), o que reforga os indicios de baixa performance ja apontados pelas outras métricas.
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Calinski-Harabasz Index por Modelo
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Figura 7 - Valores de Calinski-Harabasz Index obtidos para cada modelo de embeddings.

Fonte: Elaborado pela autora (2025).

A analise comparativa das trés métricas confirmam que o modelo stjiris/bert-large-por-
tuguese-cased-legal-mlm-sts-v1.0 foi o que apresentou os melhores resultados de clusterizagao,
sendo, portanto, o mais adequado para representar semanticamente os acérdaos no contexto
juridico avaliado. Tal constatacdo serd levada em conta nas analises posteriores desta disserta-

¢do, como a visualiza¢ao dos agrupamentos e a modelagem de topicos.

4.6 Analise dos Resultados com Wordclouds e Modelagem de Topicos (LDA)

Como forma complementar de avaliagdo qualitativa dos agrupamentos obtidos, foram
geradas nuvens de palavras e aplicada a modelagem de topicos com o algoritmo LDA. Além
disso, utilizou-se a ferramenta PyLDAvis para visualizar a distribuic¢do e a relevancia dos topi-
cos identificados, permitindo uma interpretacao mais aprofundada das estruturas tematicas pre-
sentes em cada cluster.

Como etapa preliminar da andlise tematica, foram geradas nuvens de palavras para cada
cluster. Essa abordagem visual destaca os termos mais frequentes em cada grupo, evidenciando
padrdes lexicais que caracterizam semanticamente os conjuntos de acérdaos. Por exemplo, a
nuvem referente ao Cluster 0 na Figura 8, revelou forte predominancia dos termos execugdo,
espolio, fiscal, extingdo e inventariante, indicando que esse cluster agrega decisdes relaciona-

das a processos de execugao fiscal e representacao legal pds-falecimento.
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As nuvens de palavras, apesar de ndo expressarem relagdes entre os termos, fornecem
uma visdo exploratdria util, especialmente para avaliar a coeréncia tematica de cada agrupa-

mento.

Processo ...’ tributario re cason publlcar e
ausenCla espem. pherdelro O eso. c w
..... ta W — JE +
= @ 5 23 35
& b= ey | acao ativo = ]
= % 'T' inter e;.)et o 50_
mantir - S 2 5 merito e n%
[+ [ - -E
ante = inercia “Tintada = ®regularizar ]
inciso ‘t a rlt e
: S S It esenvolvmento - mrm" o ST

;-j 5081 Cro 28 N regular 2. r ecur
'“, executar o provl r _> 4&; COﬂt re e rEéllcuaO
o S materia g O .mm E detedo
: regencia M ‘3 Cpc v Q- [=] E g —
o falta U3 N © 3. += = T,
o 5 L =} & S M:T Sk
L [ = ! 5 W o
= g apgcnl%lcao o 3 auto eito@ 0 5 g2 gt:
5 20 _— — =k
c razao Q w informnas 8
S5 . necessario ;D__ juizo fratarie constltu1ca0 = .2..'“
direite “wiolacao c1ve|l p e S ) i l
s, CMENCE u a cClvl
quanto sentenca sti adminlstradorajuizamento c1tacao

Figura 8 - Nuvem de palavras representativa do Cluster 0.

Fonte: Elaborado pela autora (2025).

Em seguida, foi aplicada a modelagem LDA com a extrag¢do de dois tdpicos por cluster,
utilizando o vetor de contagem de palavras (CountVectorizer) sobre os textos pré-processados.
Os topicos extraidos sdo compostos por lista de palavras com maior probabilidade condicional
de ocorréncia dentro daquele tema. A Figura 9 ilustra a distribuicao desses topicos identificados

pelo modelo LDA para cada cluster analisado.

W Principais topices por cluster (LDA com random_state=42):

+ (luster @:
4 Tépico 1: espolio | fiscal | extincao | inventariante | representante | indicacao | ausencia | pressuposto | determinacao | representacao

4 Tépico 2: espolio | fiscal | preclusao | representacao | representante | provir | indicacao | extincac | judicato | passive

+ (luster 1:

@ Tépico 1: dano | saude | moral | ente | medico | autor | tratamento | energia | estado | eletrico
@ Tépico 2: valor | dano | administrative | prova | contrato | autor | provir | jurc | consumidor | moral

+ (luster 2:
@ Tépico 1: execucao | divida | valor | credito | fiscal | banco | publicar | honoraric | decisao | imovel
4 Tépico 2: execucao | fiscal | provir | prescricac | credito | tributario | instrumento | prazo | wvalor | citacao

+ (luster 3:

4 Tépico 1: omissao | contradicao | terceiro | rediscussao | inexistencia | materia | impugnacao | decisao | honorario | embargar
4 Tépico 2: materia | instrumento | omissac | rediscussac | decisao | execucao | vicio | contradicao | alegacao | obscuridade

+ Cluster 4:
@ Tépico 1: tema | retratacao | conta | brasil | legitimidade | banco | vincular | saldo | programa | obrigacao
@ Tépico 2: tema | favor | honorario | defensoria | obrigacaoc | advocaticio | retratacao | condenacac | possibilidade | estadual

+ (luster 5:
@ Tépico 1: municipal | feria | servidor | municipio | prescricao | constituciocnal | pagamento | terco | federal | ano
@ Tépico 2: municipal | tempo | servico | adicional | servidor | municipio | complementar | prever | legal | despesa

Figura 9 - Topicos extraidos pelo modelo LDA para os clusters analisados.

Fonte: Elaborado pela autora (2025).



54

Além das representagdes textuais, a ferramenta PyLDAvis foi utilizada para examinar a
composicao interna de cada topico. A Figura 10, por exemplo, apresenta os dois topicos extra-
idos do Cluster 0. Observa-se que os circulos vermelhos e azuis representam a distdncia seman-
tica entre os topicos, enquanto as barras horizontais a direita mostram os termos com maior
relevancia (em vermelho) e frequéncia geral (em azul claro). Palavras como espdlio, fiscal,
extingdo, inventariante € representante aparecem com alta saliéncia e relevancia no Tépico 1,

reforcando a interpretagdo temadtica ja indicada pela nuvem de palavras.

Selected Topic: D ‘ Previous Topic | | Next Topic ‘ | Clear Topic ‘ Slide to adjust relevance metric:@
A=1 00 02 04 06 08 10

Intertopic Distance Map (via multidimensional scaling) Top-30 Most Relevant Terms for Topic 1 (61.3% of tokens)
10 20 30 40 50 60

espoic [
fscal —
extincao I
inventzriznte [
representantc. [N
indicacao [
ausencia

=

PC2

pressuposto

desenvolvimento [N
ajuizamento [N
destavor [N
passivo [N

indicar [N

poio.

emenda [N

executado [N

Marginal fopic distribution
Overall term frequency
I Estimated term frequency within the selected topic

5% 1. saliency(term w) = frequencyiw) * [sum_t p(t | w) * log(p(t | w)/p(1))] for topics t; see Chuang et al (2012)
2. relevance(term w | fopic t) = A * piw | 1) + (1 - ) * p(w | t)ip(w); see Sievert & Shirey (2014)

Figura 10 — Visualizagdo interativa de topicos com PyLDAvis (Cluster 0).

Fonte: Elaborado pela autora (2025).

A andlise qualitativa dos agrupamentos, realizada com apoio das nuvens de palavras, da
modelagem LDA e da visualizagdo com PyLDAvis, permite inferir a composi¢do tematica pre-
dominante de cada cluster. De forma geral, o Cluster 0 apresenta forte presenga de temas rela-
cionados a execucao fiscal contra espolio, como evidenciado pelos termos fiscal, execugdo e
espolio. O Cluster 1 reune majoritariamente acordaos envolvendo responsabilidade civil e da-
nos morais, com destaque para termos como dano, indenizacao e saide. No Cluster 2, observa-
se a concentragdo de processos de execu¢do e divida tributaria. J4 o Cluster 3 agrupa matérias

associadas a impugnagdo e rediscussao de meérito, enquanto o Cluster 4 apresenta uma
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combinacdo de temas civeis e do trabalho, e o Cluster 5, por sua vez, trata majoritariamente de
Direito Administrativo e questdes ligadas a servidor publico.

Essa interpretacao integrada reforca que a metodologia aplicada conseguiu organizar
semanticamente o corpus de acordaos em categorias juridicas com significado pratico, preser-
vando coeréncia tematica e alinhamento com o contexto judicial analisado. Além disso, os re-
sultados foram validados por um profissional da area do Direito, o que confirma a aplicabilidade

e a pertinéncia da abordagem proposta no ambiente juridico.
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5 CONCLUSAO

O presente trabalho teve como objetivo central o desenvolvimento e avaliacdo de uma
metodologia baseada em Processamento de Linguagem Natural (PLN) e aprendizado nao su-
pervisionado para o agrupamento de acordaos judiciais, a fim de contribuir para a triagem e
analise de decisdes no contexto juridico.

A metodologia proposta demonstrou-se eficaz para atingir o objetivo geral: desenvolver
um modelo computacional capaz de agrupar acordaos por similaridade semantica, contribuindo
para a otimizagdo da analise de pedidos de recurso no gabinete da presidéncia do Tribunal de
Justica.

Em relacdo aos objetivos especificos, os resultados obtidos permitiram concluir:

Objetivo 1: Extrair e normalizar as informagdes textuais presentes nos acérdaos, por
meio de técnicas de PLN. Essa etapa foi devidamente executada com o uso de bibliotecas con-
solidadas como spaCy e NLTK, contemplando procedimentos de normalizagao textual, remogao
de ruidos e lematizacdo, essenciais para garantir a qualidade da representagdo semantica dos
textos.

Objetivo 2: Aplicar algoritmos de agrupamento (clustering) baseados em aprendizado
nao supervisionado para identificar e organizar decisoes judiciais semanticamente semelhantes.
A vetorizagdo foi realizada com o modelo SBERT e suas variantes, seguida de clusterizagao
com o algoritmo K-Means e reducdo de dimensionalidade com t-SNE para visualizagdo. Os
agrupamentos obtidos mostraram-se semanticamente coerentes, permitindo a formagao de gru-
pos tematicos bem definidos.

Objetivo 3: Avaliar a qualidade dos agrupamentos por meio de métricas de validacao
internas e visualizacdo dos clusters. A avaliacdo quantitativa dos agrupamentos foi realizada
com base nas métricas internas Silhouette Score, Davies-Bouldin Index e Calinski-Harabasz
Index, associadas a visualizagdo grafica dos clusters apds reducao de dimensionalidade com t-
SNE. Os resultados demonstraram que o modelo stjiris/bert-large-portuguese-cased-legal-
mim-sts-v1.0, treinado especificamente para o dominio juridico, obteve o melhor desempenho
geral, destacando-se por apresentar o maior Silhouette Score (0,2319) e o menor Davies-Boul-
din Index (1,1978), indicando maior coesdo intra-cluster ¢ melhor separacdo entre grupos.
A comparacao com outros modelos de embeddings, como os multilinguais generalistas para-
phrase-multilingual-mpnet-base-v2 e MiniLM-L12-v2, bem como modelos alternativos como o
Legal-BERTimbau e o GTE-base, revelou que modelos especializados tendem a capturar nu-

ances semanticas mais relevantes em textos juridicos. Entretanto, a performance variou
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conforme a métrica utilizada, evidenciando a importancia de uma abordagem comparativa e
multimétrica na avaliagdo da qualidade dos agrupamentos. A andlise visual refor¢ou essas con-
clusdes ao evidenciar uma segmentacao clara e semanticamente consistente entre os grupos
formados.

Objetivo 4: Realizar uma analise qualitativa dos agrupamentos utilizando modelagem
de topicos e nuvens de palavras. As nuvens de palavras permitiram a visualizagdo dos termos
mais recorrentes por cluster, oferecendo uma visao exploratoria inicial sobre os temas tratados.
Em seguida, foi aplicada a modelagem de topicos com o algoritmo LDA, com extragdo de dois
topicos por cluster. Essa abordagem permitiu uma interpretacdo mais precisa dos conteudos
tematicos predominantes, destacando-se, por exemplo, a associacao de determinados clusters a
temas como execucao fiscal, responsabilidade civil, rediscussdo de mérito e Direito Adminis-
trativo. Complementarmente, o uso da ferramenta PyLDAvis possibilitou uma visualizag¢do in-
terativa da distribuicdo dos topicos e da relevancia dos termos, contribuindo para uma analise
qualitativa mais robusta e aprofundada.

Em sintese, a metodologia desenvolvida demonstrou-se eficaz para organizar automati-
camente acdrddos judiciais com base em sua similaridade semantica, atingindo de forma satis-
fatoria todos os objetivos da pesquisa. A combina¢do de andlises quantitativas e qualitativas
revelou o potencial dos modelos baseados em SBERT para capturar relacdes semanticas com-
plexas em textos juridicos, mesmo na auséncia de dados rotulados. Importa registrar que, para
cada documento, utilizou-se exclusivamente a ementa do acordao, a fim de manter compatibi-
lidade com a prética de triagem manual.

Embora o estudo tenha sido realizado com um corpus restrito a 863 acordaos civeis, 0s
resultados obtidos sdo promissores. Como direcionamentos para pesquisas futuras, recomenda-
se a ampliagdo do conjunto de dados, a aplicagdo do modelo em diferentes ramos do Direito e
a exploracao de embeddings juridicos mais avangados, treinados especificamente para a lingua
portuguesa. Tais agdes poderdo fortalecer ainda mais a robustez e a aplicabilidade dos resulta-
dos em ambientes reais de triagem e analise judicial.

Este trabalho ndo propde automagao da triagem. O sistema desenvolvido atua como su-
porte a andlise preliminar, cabendo ao servidor/magistrado a decisdo final.

Dessa forma, a abordagem proposta configura-se como uma contribuigdo pratica e tec-
nicamente fundamentada para a modernizagao da analise de recursos judiciais, oferecendo uma
alternativa eficiente para apoiar a tomada de decisdo nos gabinetes da presidéncia e contribuir

para a racionaliza¢ao dos fluxos de trabalho no Poder Judicidrio.
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